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内容梗概

実世界とコンピュータ上で計算されたバーチャル世界を融合し提示する複合現実
(Mixed Reality; MR)とは，人工現実 (Virtual Reality; VR)と，拡張現実 (Augmented

Reality; AR)をつなぐ概念である．MRにおいて，実世界の情報とコンピュータ上の
世界の情報を組み合わせることによって，実世界とコンピュータ上の世界の相互イン
タラクションが可能になる．例えば，実世界にある物体を持ち上げるとコンピュータ
上の世界のオブジェクトが移動し，移動したオブジェクトに追尾して補足情報をユー
ザに提示するようなシステムの構築が可能になる．実世界とコンピュータ上の世界の
相互インタラクションを可能にするための技術の 1つとして，実世界の 3次元幾何構
造を認識するための 3 次元構造復元が挙げられる．実世界の 3 次元復元においては，
カメラなどのセンサにより実世界を計測し，データを統合していくことにより実世界
の形状を持つ 3次元モデルを生成していくが，一般的に計測誤差が発生し，実世界と
全く同じ幾何形状を計測，復元することは難しい．そのため，3次元構造復元を行う場
合においては，センサの計測エラーをあらかじめ考慮した 3次元復元手法が必要にな
る．本研究ではセンサの計測エラーをあらかじめ考慮した 3次元形状復元手法の確立
を目的として，点群の位置合わせにおける特徴量記述と点群の欠損の補完に関して取
り組んだ．
点群の位置合わせにおける特徴量記述においては，屋内環境の 3次元構造復元にお
いて，時間的に非連続に計測された点群の位置合わせが可能になることを目指し，特
徴点の計測誤差を許容した特徴量記述に取り組んだ．点群の位置合わせにおいて，時
間的に非連続に計測された点群から正確に特徴点検出を行うことは難しく，特徴点検
出の際に実世界の座標においてずれが発生する．よって時間的に非連続に計測された
点群の位置合わせを行う場合は特徴点間のずれを許容した特徴点のマッチングが可能
になるような特徴量記述手法が必要になると考えられる．そのため，本研究では時間
的に非連続に計測された点群の位置合わせにおけるずれに頑健な特徴量記述手法を提
案した．実験の結果から提案手法は特徴点間のずれが多少大きくなった場合でも精度
が下がらず，関連研究と比べ高い精度で特徴点が実世界において近い位置に存在する
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かどうかを判別可能であることを確認し，ずれに頑健な特徴量記述が可能になったこ
とを確かめた．
点群の欠損補完においては，スタイル変換を利用した 3次元点群の補完を行い，3次
元メッシュ作成を行うモデルの提案を行った．実世界を計測したデータはノイズなど
により正しく形状を表現できていない箇所が発生するという前提を基に，欠損部分を
直接正解として与えて欠損部分を推測するのではなく，スタイル変換の学習構造を利
用し，全体形状を持つ 3次元点群から全体の形状の傾向を学習し，欠損している箇所
を形状の傾向から欠損部分の形状の推定を行うことにより点群の欠損補完を行う．提
案モデルでは，Autoencoder(AE)とスタイル変換を組み合わせ，欠損を補うモデルを
構築した．実験の結果，提案手法により欠損を補完した 3次元モデルが作成可能であ
ることを確認した．

2 つの課題を通し，実世界とコンピュータ上の世界の相互インタラクションを目指
すにおいて，3次元構造復元におけるセンサの計測エラーを組み込んだ手法の重要性
を示し，また，センサの計測エラーを組み込んだ全体的な 3次元構造復元手法の足掛
かりを示した．
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第 1章

序論

実世界とコンピュータ上で計算されたバーチャル世界を融合し提示する複合現実
(Mixed Reality; MR) とは，実世界に存在しない感覚を感覚的に同等の本質を感じ
させる技術である人工現実 (Virtual Reality; VR) と，実世界の情報に重畳して情報
を提示する拡張現実 (Augmented Reality; AR) をつなぐ Milgram らによって提唱
された概念である [5]．視覚の提示に限れば，VR は人間に提示される情報がすべて
コンピュータグラフィックスによって作成されるバーチャル世界の情報であり，AR

は実世界の情報にバーチャル空間の情報を修飾的に重畳しユーザに提示する．また
Augmented Virtuality(AV) はバーチャル空間の情報に実世界の情報を修飾的に重畳
しユーザに提示する，一方 MR は，図 1.1 に示すように AR と AV を含む概念であ
り，実世界のみの提示もしくは VRを含まない．MRでは実世界の情報量とバーチャ
ル世界の情報量を調節し重畳してユーザに提示する．

MRのバーチャル世界の情報，特に視覚情報を提示する方法として，ゴーグル型の
ディスプレイを頭に被りユーザに提示するヘッドマウンディッドディスプレイ (Head

Mounted Display; HMD) やスマートフォンなどのデバイスを手に持ちデバイス上で
情報を重畳し提示する方法，プロジェクションマッピングのような実物体に映像を投
影することによって実世界の情報とバーチャル世界の情報を重畳する方法が存在す
る．また，特に HMD においてユーザに視覚情報を提示する代表的なディスプレイ
の方式として光学透過式とビデオ透過式が挙げられる．光学透過式では実世界を直接
見ることができる透過型ディスプレイを使用し，実世界の光とディスプレイの光の両
方をユーザに提示する．光学透過式を採用している HMDとして，Magic Leap社が
開発した Magic Leap2 [6] や，Microsoft 社が開発した Microsoft HoloLens2 [7] な
どが挙げられる．ビデオ透過式では，実世界の光を遮断し，カメラによって撮影され
た情報にバーチャル世界の情報を重畳し，ディスプレイを用いてユーザに提示する．
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図 1.1: Mixed Realityの関係図

ビデオ透過式を採用している HMDとして，キヤノン社が開発したMD-20-MREAL

DISPLAY [8]やMeta社が開発したMeta Quest Pro [9]などが挙げられる．
MR において実世界を認識する技術としてコンピュータビジョン，バーチャル世
界を構築する技術としてコンピュータグラフィックスが挙げられる．初めに，コン
ピュータビジョンとは，人間の視覚機能をコンピュータ上で再現することを目指して
おり，カメラなどのセンサを用いて実世界を観測し，得たデータを処理することによ
り実世界の理解を行う研究分野である．コンピュータビジョンでは広い範囲の情報を
非接触で入手し情報を処理し認識や復元を行うため，広い応用分野に用いられる．応
用分野として細胞や臓器などを撮影し処理する医療に向けたシステムや顔や虹彩の識
別を行う生体認証，ロボットの自律移動のための屋内マップ作成，ARやMR，自動
運転のための実世界の認識などが挙げらる．
コンピュータビジョンではカメラにより撮影された RGB 画像が主に用いられる．

RGB 画像は 2 次元の配列の各要素が色情報である赤，青，緑のデータを持つデータ
形式である．コンピュータビジョンではこの 2次元配列を処理することにより，実世
界の認識及び復元が行われる．また，コンピュータビジョンの研究分野では実世界の
3次元構造を表現する距離画像や点群が用いられる場合がある．距離画像では，2次元
配列の各要素が色情報の代わりにカメラから物体までの距離データを持つ．一方，点
群とは座標情報を持つ点の集合であり，場合によって色情報やセンサの強度情報など
の情報が追加される．
距離画像や点群を取得するための方式としてステレオビジョンや光切断法，Time

of Flight(ToF)方式を用いたカメラによる計測などが挙げられる．特に ToF方式を用
いたセンサでは赤外線やレーザ光をセンサより照射し，物体に当たり反射しセンサに
帰ってくるまでの時間を計測することにより，対象物体までの距離を計測する．ToF

方式を採用したデバイスとしてMicrosoft社が開発した Azure Kinect [10]や Intel社
が開発した RealSenseシリーズ [11]，自動運転のため車に搭載されるセンサなどに用
いられる Light Detection And Ranging(LiDAR)などが挙げられる．また ToF方式
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が搭載されたセンサは小型化が進み，ソニーセミコンダクタソリューションズ社など
が小型距離センサ [12]を製造している．小型化された距離センサはスマートフォンや
タブレットに搭載されるようになり，Apple社が開発した iPhone 14 Pro [13]や iPad

Pro [14]，SONY社が開発した Xperia 1 IV [15]などのスマートフォンやタブレット
に搭載されるようになってきている．スマートフォンやタブレットのようなディスプ
レイと本体が一体となったデバイスに ToF方式を用いたセンサが搭載されることによ
り，デバイスを手に持ちデバイス上で情報を重畳し提示する方法による ARやMRの
開発や普及が期待される．
コンピュータビジョンの研究分野は多岐にわたり，基礎的なタスクでは画像全体の
クラス分類を行うクラシフィケーションや画像をピクセル単位でラベル付けを行うセ
グメンテーション，2枚の画像の位置を合わせ 1枚の画像にする画像の局所的なマッ
チングや位置合わせ，3 次元構造復元などが挙げられる．特に画像間の局所的なマッ
チング，位置合わせにおいては特徴点検出や局所特徴量記述，局所特徴量間のマッチ
ング，局所特徴量の対応に基づくアフィン変換行列の推定が行われることにより，画
像間の位置合わせが行われる．また 3次元構造復元においては，複数枚の RGB画像
や距離画像，点群を計測することにより物体の表面や 3次元幾何構造の推定を行った
後，表面の色情報を推定することにより実物体の 3次元モデルを作成する．
一方，コンピュータグラフィックスとは，形状データやテクスチャデータなどから
画像生成を行う研究分野である．幾何構造，幾何構造に対応するテクスチャデータに
よりコンピュータ上に世界を構築し，その世界のデータからディスプレイに出力する
画像生成を行う．コンピュータグラフィックスは様々な分野に応用されており，映画
やゲームなどのエンターテイメントや Computer Aided Design(CAD)モデルなどに
よる工業製品の設計，物理現象にシミュレーションなど様々な分野に応用されている．
コンピュータグラフィックスにおいて幾何形状，特に 3次元幾何形状はワイヤフレー
ムモデルやサーフェスモデル，ソリッドモデルなどによりコンピュータ上で表現され
る．現在，コンピュータ上で 3次元幾何構造を表現するためのデータ形式として主に
ポリゴンが用いられる．ポリゴンを用いた場合多角形の集合により 3次元幾何形状が
表現され，具体的には頂点の集合，頂点と頂点を結ぶエッジ，エッジに囲まれた多角
形の面により物体の形状が表現される．ポリゴンによって表現される 3次元幾何形状
に対し，対応する色情報を持つテクスチャをマッピングし，光源環境の計算をするこ
とにより，物体表面の色や質感を表現する．このように構成されたコンピュータ上の
世界に仮想的なカメラを設置し，そのカメラに写る色情報を計算することにより，コ
ンピュータ上の世界から画像への変換が可能になる．また，コンピュータ上の世界の
ポリゴンを変形し連続的に画像を生成することによって，動画生成が可能となる．
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コンピュータビジョンとコンピュータグラフィックスは逆問題の関係性にある．
コンピュータビジョンが画像から 3 次元幾何構造などを認識する分野に対し，コン
ピュータグラフィックスは 3 次元幾何構造から 2 次元の画像を生成する分野である．
MRにおいて，これらの 2つの技術は重要な基礎技術となっており，コンピュータビ
ジョンの技術を用いてセンシングを行った画像から実世界の 3次元幾何構造などの認
識を行い，コンピュータ上の世界に実世界の 3次元情報を構築する．また，コンピュー
タグラフィックスによって認識した実世界の 3次元情報とあらかじめ作成した提示情
報を組み合わせ，それらの情報から画像を生成しユーザに提示する．これらのことか
ら，MRの実世界の認識及びユーザへの適用において，コンピュータビジョンとコン
ピュータグラフィックスは非常に密接な関係にある．

MRにおいて，特に視覚に関し，実世界の情報とコンピュータ上の世界の情報を組
み合わせることによって，実世界とコンピュータ上の世界のインタラクションが可能
になる．例えば，実世界にある物体を持ち上げるとコンピュータ上の世界のオブジェ
クトが移動し，移動したオブジェクトに追尾して補足情報をユーザに提示するような
システムの構築が可能になったり，ジェスチャなどの操作により，実世界に存在する
物体に対応するコンピュータ上のオブジェクトを非表示に設定し，オブジェクトを非
表示にする画像をユーザに提示することにより，実世界にある物体を消すことができ
るようなシステムの構築が可能になる．このようなシステムを構築するためには，実
世界の情報とコンピュータ上の世界の情報を関連付ける技術が必要となる．よって，
本研究では実世界とコンピュータ上の世界のインタラクションが可能なMRの技術を
確立するため，コンピュータビジョンによって認識した実世界の情報を，コンピュー
タグラフィックスによって構成されるコンピュータ上の世界の情報を関連付ける事を
目的とする．
ここで，本研究の位置付けを説明する上で重要となる概念であるデジタルツインに
ついて説明する．デジタルツインとは東京都が示したデジタルツインの社会実装に向
けたロードマップによると，図 1.2に示すように「センサー等から取得したデータを
もとに，建物や道路等のインフラ，経済活動，人の流れ等，様々な要素を，サイバー
空間（コンピューターやコンピューターネットワーク上の仮想空間）上に「双子（ツ
イン）」のように再現したものである．」と説明されている [1]．デジタルツインとい概
念の範囲は非常に広く，この世界のすべてを正確に認識し，コンピュータ上にこの世
界と同等の情報を持つ世界を作り上げることと解釈できる．デジタルツインの始まり
とされるものは諸説あり，1991年にGelernterによるMirror Worlds [16]がデジタル
ツインの概念の始まりという場合や，1960年代に NASAによって提唱された living

model [17]が始まりという場合などがある．現在においてデジタルツインという概念
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図 1.2: デジタルツインとは [1]

は非常に広い範囲を取り扱うため製造業や流通，通信，内閣府が提唱した Society 5.0

など，非常に広い範囲で利用されている．デジタルツインという概念は論文や記事に
より定義が異なるが，大まかには実世界を再現するコンピュータ上の世界の構築とコ
ンピュータ上の世界から実世界への適用の 2つが主に用いられ，場合によっては構築
した世界の情報から何等かの予測を加えた 3つが定義として用いられる．本論文では
コンピュータ上に構築した世界の情報から何等かの予測を行うという要素を加えた 3

つの要素がデジタルツインが持つ要素と考える．理由として，デジタルツインは何等
かの実世界への適用を目的としているため，そのためには過去や未来の情報の予測や
現在の情報だけでない様々な状態の予測が必要になると考えられるからである．
続けて，デジタルツインが取り扱う範囲についての議論を行う．デジタルツインは
現在何等かの実世界への適用を前提として用いられる．そのため，デジタルツインが
構築するコンピュータ上の世界というのは過去，現在，未来においてすべての情報を
持つものではないと考える．人間が必要とする実世界への適用を前提に考えると，デ
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ジタルツインが構築するコンピュータ上の世界は人間が認識できる情報に限られると
考えられる．このことに加え，前提とされる実世界への適用を個々に考えた場合，必
要とされるコンピュータ上の世界の情報はデジタルツインの部分的な情報に限られる．
例えば建造物の保守を目的とした場合，必要となるコンピュータ上の世界の情報は，
建物が建築されてからの建造物の幾何構造の情報や設備の情報などであり，これはデ
ジタルツインという概念の部分的な情報のみ必要となる．このことから，現在用いら
れているデジタルツインという概念は，個々の実世界への適用を基に，精査された必
要な情報を持つコンピュータ上の世界を構築し，その情報から必要な情報の推測を行
い，必要としている実世界への適用を実現するという部分的なデジタルツインである
と考える．
本研究とデジタルツインの関係を考える．本研究では実世界とコンピュータ上の世
界のインタラクションが可能なMRの技術を確立するため，コンピュータビジョンに
よって認識した実世界の情報を，コンピュータグラフィックスによって構成されるコ
ンピュータ上の世界の情報を関連付ける事を目的としている．これを言い換えると，
MRという分野に限られた部分的なデジタルツインにおいて，実世界の情報を持つコ
ンピュータ上の世界を構築するという要素に取り組むということである．デジタルツ
インは実世界を再現するコンピュータ上の世界の構築，構築したコンピュータ上の世
界の情報からの予測，予測した情報の実世界への適用を繰り返し行う．これは実世界
とコンピュータ上の世界のインタラクションそのものである．また，MRにおいて計
測，予測される情報は使用者の周辺の幾何情報や色情報，物体の事前知識であるため，
構成されるコンピュータ上の世界は人間が認識できる情報であり，また MR のアプ
リケーションに必要となる情報であるため，部分的なデジタルツインであると考えら
れる．これらの事から，本研究は MR の技術という部分的なデジタルツインにおい
て，実世界をコンピュータ上に再現するという要素の技術開発に取り組むということ
である．
部分的なデジタルツインはデジタルツイン全体の部分的な情報を用いて構成される
が，個々の部分的なデジタルツイン同士では同じ技術を応用することができる．例え
ば，MRにおける部分的なデジタルツイン構築の技術として，屋内構造の幾何構造認
識が挙げられるが，この技術は建造物における部分的なデジタルツイン構築や，道路
における部分的なデジタルツインの構築などと深いかかわりがある．そのため，本研
究ではMRにおける部分的なデジタルツインの構築における，実世界を再現するコン
ピュータ上の世界の構築という要素の技術開発を主な目的とするが，様々な部分的な
デジタルツインの構築において必要となる技術への応用に貢献できることも目指す．

MRにおける部分的なデジタルツイン構築において実世界を認識し実世界を 3次元
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幾何構造を再現するコンピュータ上の世界を構築するためのデータ形式としてポリゴ
ン，特にメッシュが適切であると考えられる．メッシュは多角形の集合であり，座標
情報を表す頂点，頂点と頂点を結ぶエッジ，エッジにより構成される面の集合によっ
て構成される．メッシュは 3次元位置情報や面情報を持つため，MRにおいて重要と
なる実世界との位置関係を計算することができる．そのため，本研究ではMRにおけ
る部分的なデジタルツイン構築のため，実世界の幾何構造を再現するメッシュを作成
することを目指す．
実世界の幾何構造を再現するメッシュを作成するための技術として，3次元構造復元
が挙げられる．3 次元構造復元では実世界をカメラなどのセンサによって計測し，情
報を統合していくことで実世界の屋内環境や実物体の 3次元幾何形状をコンピュータ
上で再構築する技術である．実世界を計測した情報をコンピュータ上で再現するデー
タ形式として，点群が挙げられる．特に 3次元点群は (x, y, z)の位置情報を持つ点の
集合であり，場合によっては色情報などの情報を持つ．点群の位置を合わせ，表面の
推定を行い，エッジや面を推定することにより，点群からメッシュを生成することが
できる．実世界の 3次元幾何構造を持つメッシュを用いることにより，デバイスが計
測した画像からデバイスが実世界においてどこにいるかという自己位置推定が可能に
なったり，撮影された実物体の位置を認識し，実物体が何であるかを認識することに
よってユーザから見て適切な位置に付加情報を提示することが可能になったりする．

3次元構造復元を実現する 1つの流れとして，距離の計測，3次元形状データのマッ
チング，3次元形状データの統合，欠損部分の補完が順に行われることにより，実世界
の幾何情報をコンピュータ上で再構築することができる．しかし，距離の計測におい
ては ToF方式のセンサを用いた場合やステレオ視を用いた場合でも一般的に計測誤差
が発生し，実世界と全く同じ幾何形状をコンピュータ上で再現することは難しい．ま
た，カメラと計測対象の距離や角度によって表面をサンプリングする密度は異なり，全
体の形状を密に取得することは難しく，その上カメラから映らない箇所の情報を得る
ことはできない．これらのセンサ由来の計測エラーは，計測の特性を知ることにより
軽減することができるが，MRのような非専門の人々を対象とするようなアプリケー
ションにおいてそのような前提を置く場合には撮影角度や撮影する位置をユーザに示
すようなシステムが必要となり，またセンサの計測エラーを軽減できた場合でも元形
状を完全に表現することは難しく，その場合期待しない 3次元の形状を復元すること
になり，期待する動作をしない場合が考えられる．そのため，3 次元構造復元を行う
場合においては，センサの計測エラーをあらかじめ考慮した 3次元復元手法が必要に
なる．

MRのためのセンサの計測エラーを考慮した実世界の 3次元構造復元は，MRにお
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ける部分的なデジタルツインの構築において，実世界を再現するコンピュータ上の世
界の構築ために必要となる技術である．実世界を計測した情報は計測エラーが多く，
計測エラーを考慮せずに実世界を再現するコンピュータ上の世界を構築した場合情報
の統合の失敗などが発生し，実世界とは異なる形状を持つコンピュータ上の世界が構
築される場合がある．そのため，計測エラーを考慮しコンピュータ上の世界を構築す
ることにより，実世界と同じ形状を持つコンピュータ上の世界の構築に貢献できる．
この技術が確立することにより MR における部分的なデジタルツインの構築，つま
り実世界を継続的に計測を行い実世界を再現するコンピュータ上の世界を継続的に更
新し，再現された世界の情報を基に何等かの予測を行い，MRデバイスにより人間に
フィードバックを行うシステムを作ることに貢献できる．

MR における部分的なデジタルツインでは，実世界への適用が MR デバイスを用
いた人間へのフィードバックである．この MR デバイス特有のフィードバックとコ
ンピュータ上の世界における何等かの予測を置き換えることにより様々な分野に応用
できると考えている．例えば，フィードバックをロボットの自律移動に置き換えた場
合，移動先や経路をコンピュータ上の世界で予測することにより屋内を自律移動する
ロボットの部分的なデジタルツインに置き換えることができる．このことから，1 つ
の部分的なデジタルツインの技術の向上は様々な部分的なデジタルツインの技術の向
上につながる．そのため，デジタルツインに関する技術は様々な分野の技術者が取り
組むことにより急速に発展し，近い将来様々な部分的なデジタルツインが実用化可能
な程度に技術が発展すると考えている．デジタルツインは実世界への適用を要素とし
て持つため，このような将来が実現されることにより，私は現在人間が手作業で行っ
ている肉体的，精神的に負荷の大きい作業が自動化され，より人類が肉体的，精神的
に余裕のある社会が実現されることを望んでいる．
上記のことに加え，筆者は MR における部分的なデジタルツインの構築という技
術の先に，この世に存在しない生物とのコミュニケーションを考えている．人類は実
在する生物や物体の情報を組み合わせ，また情報を落とすもしくは加えるなどして
様々な空想上の生物を考案してきた．日本においても鬼やお化け，妖怪のような様々
な空想上の生物が記録されており，また現在においてもポケットモンスターやスプラ
トゥーンなど様々な空想上の生物が考案され続けている．このような空想上の生物は
創作物の制作において非常に重要であり，世界感を演出することのできる要因の 1つ
であると私は考えている．私はこのような空想上の生物が実世界に存在しているかの
ようなふるまいを行い，またユーザの動作や表情，感情の計測及び推測を行い，空想上
の生物がそれらに対応するふるまいを行うような空想上の生物とのコミュニケーショ
ンが取れるようになることを望んでいる．このような技術を確立するためにMRにお
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図 1.3: MRを用いた空想上の生物とのコミュニケーション

ける部分的なデジタルツインの構築に関する技術が必要であると考えている．変化す
る実世界を継続的に認識しコンピュータ上の世界を継続的に更新，実世界を再現する
コンピュータ上の世界において空想上の生物がどのようなふるまいをするかの予測，
視覚的や聴覚的などにより実世界にフィードバックを行うことにより，図 1.3に示す
ように，MRデバイス使用者にとって空想上の生物が近くに存在し，コミュニケーショ
ンを取ることができるようになると考えている．
本研究ではこれらのことを踏まえ，センサの計測エラーをあらかじめ考慮した 3次
元形状復元手法の確立を目的として，以下の課題に取り組む．

• 点群の位置合わせにおける，特徴点間のずれに頑健な特徴量記述
• スタイル変換を利用した点群の欠損補完

本研究ではMRのための実世界の 3次元幾何構造を認識に焦点を当て，色情報を持た
ない点群，メッシュを取り扱う．空想上の生物が実世界に存在するかのようにふるま
うためには，実世界の壁や床，その他の物体の位置を考慮し，空想上の生物を制御す
る必要があると考えられる．また，実世界の色情報は実物体の分類などにおいて非常
に重要な情報であるが，色情報は点群による推測を行わず，RGB画像を用いた推測を
行う方が計算速度や精度の面から適切であると考えられる．そのため，本研究では色
情報を持たない点群から実世界の 3次元幾何構造を再現する色を持たないメッシュを
生成することを目指す．
点群の位置合わせにおける特徴点間のずれに頑健な特徴量記述では，屋内環境の 3

次元構造復元時間的において，非連続に計測された点群の位置合わせが可能になるこ
とを目指し，特徴点の計測誤差を許容した特徴量記述を提案した．点群の位置合わせ
において，時間的に非連続に計測された点群から正確に特徴点検出を行うことは難し
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く，特徴点検出の際に実世界の座標においてずれが発生する．よって時間的に非連続
に計測された点群の位置合わせを行う場合は特徴点間のずれを許容した特徴点のマッ
チングが可能になるような特徴量記述手法が必要になると考えられる．そのため，時
間的に非連続に計測された点群の位置合わせにおけるずれに頑健な特徴量記述手法を
提案した．特徴点周囲の局所的な情報と点群全体の大域的な情報を組み合わせたモデ
ルに，ずれを持つ特徴点ペアを入力し学習することで，ずれに頑健な特徴量記述が可
能になることを目指した．実験の結果から提案手法は特徴点間のずれが多少大きく
なった場合でも精度が下がらず，関連研究と比べ高い精度で特徴点が実世界において
近い位置に存在するかどうかを判別可能であることを確認し，ずれに頑健な特徴量記
述が可能になったことを確認した．また，使用する入力点群とエンコーダのすべての
組み合わせについて実験を行い，提案手法である局所点群をクラシフィケーションを
行うモデルを基に設計した C–Netモジュールを用いて特徴記述し，大域点群をセグメ
ンテーションを行うモデルを基に設計した S–Netモジュールを組み合わせた CS–Net

が最も高い性能であることを確認した．
スタイル変換を利用した点群の欠損補完においては，スタイル変換を利用した 3次
元点群の補完を行い，3次元モデル復元を行うモデルの提案を行った．他の先行研究
とは異なり，欠損部分を直接正解として与え欠損部分を推測するのではなく，スタイ
ル変換の学習構造を利用し，全体形状を持つ 3次元点群から全体の形状の傾向を学習
し，欠損している箇所を形状の傾向から欠損部分の形状の推定を行うことにより点群
の欠損補完を行う．提案モデルでは，Autoencoder(AE) とスタイル変換を組み合わ
せ，欠損を補うモデルを構築した．また，AE に欠損を補完するモジュールを組み込
み，欠損がない点群のスタイルを学習させ，欠損がある点群のスタイルから欠損の無
い点群のスタイルに変換し，欠損の補完を目指した．実験の結果，提案手法により欠
損を補完した 3次元モデルが作成可能であることを確認した．
本論文の以降の構成をここに記す．2章では，実世界の 3次元形状をコンピュータ
上で再構築する 3次元再構成に関する手法を挙げ，本研究の位置づけを示す．3章で
は，初期位置が大きく異なる点群間の位置合わせにおける，特徴点の誤差を持つペア
の対応付けが可能になることを目指した特徴量記述に関する研究について述べる．4

章では，欠損を持たない点群からスタイルを学習することにより，欠損を持つ点群の
欠損を補完しつつ，メッシュを作成することを目指した研究について述べる．5章で
総括する．
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3次元構造復元では，ToF形式のカメラなどを用いて実世界の 3次元の幾何構造を
計測し，情報を統合していくことで 1つの 3次元モデルを作成することができる．実
世界の 3次元構造復元は図 2.1に示すように距離の計測，点群の位置合わせ，表面の
生成によって行われる．しかし，実世界の 3次元幾何構造を計測する方法は ToF方式
のカメラを用いる方法だけではなく，画像の様々な情報を用いて復元される．例えば，
ステレオ視のような複数視点の画像の対応点を検出し三角測量の方式を用いることで
3 次元幾何構造を計測する手法が挙げられる．このように，画像に存在する情報を手
掛かりに復元する手法を Shape from Xと呼ぶ場合がある [18, 19]．
本章では，実世界の 3次元構造復元において様々な情報を基に幾何構造を計測する
手法を例示し，本研究に関わりの深いステレオ視や ToF 方式を用いたカメラによる
3次元構造復元の先行研究を示す．その後，幾何構造を計測した後に行われる 3次元
メッシュを作成するまでの手法を例示し，また本研究では深層学習を基にモデル構築
を行っているため近年の特に 3次元点群に関する深層学習の手法の例示を行い，最後
に本研究の位置付けを示す．

2.1 Shape from X

人間は実世界の 3次元幾何構造を様々な情報を基に認識している．代表的な情報と
して両眼の視差が挙げられるが，他にも様々な情報を用い，また組み合わせて実世界
の 3次元幾何構造を認識している．コンピュータビジョンの 3次元の幾何構造を認識
するための情報として，人間の両眼視差に当たるステレオ視以外にも実物体の陰影や
テクスチャの繰り返しなどの情報を用いて 3次元幾何構造を行う手法が提案されてい
る．本節では，ステレオ視以外の代表的な情報を用いた 3次元復元手法の例示を行う．
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図 2.1: 実世界の 3次元構造復元のパイプライン

2.1.1 Shape from Shading

Shape from Shading では，図 2.2 に示すように画像中の陰影の変化を手掛かり
に 3 次元構造復元を行う．Hron らの研究 [2] では，以下の式で示される Irradiance

Equation(放射照度式)を定義している．

I(x, y) = R(p(x, y), q(x, y)) (2.1)

ここで，Rは Reflectance Map(反射率マップ)であり，例えばランバート反射を行う
面においては法線 v̂ と光源方向 v の非負の内積により表される 値を持つマップが構成
される．また p，q は以下の式で表される，(x, y)における微分係数である．

p =
∂z

∂x
, q =

∂z

∂y
(2.2)

ここで，z は面の高さである．式を解くことにより，3次元構造である z を算出するこ
とができる．

2.1.2 Shape from Texture

Shape from Texture では，テクスチャを用いた 3 次元幾何構造の推定が行われて
いる [3]．図 2.3に示すように規則的な周期の形状を持つテクスチャから，各パターン
の射影変換を求めることにより，局所的な面の向きを推定することができる．

2.1.3 Shape from Defocus

Shape from Defocusでは，レンズの焦点距離 f とレンズから対象までの距離 a，レ
ンズから画像面までの距離 bの関係性を用いて距離が計測される [4, 20]．これらの値
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図 2.2: Shape from Shading [2]

図 2.3: Shape from Texture [3]

の関係は，以下の式によって表される．
1

a
+

1

b
=

1

f
(2.3)

ここでレンズから対象までの距離変化させた場合，各ピクセルは式 2.3が成り立つ時，
つまり結像した場合に輝度が最大になる．輝度が最大になる距離 aを観測することに
より，図 2.4に示すように各ピクセルの対象までの距離を計測することができる．
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図 2.4: Shape from Defocus [4]

2.2 距離計測による 3次元構造復元
2.1節では，ステレオ視や ToF方式を用いた方式以外の画像上の情報を用いた 3次
元復元手法を例示した．本節では，本研究にかかわりの深いステレオ視や ToF方式を
用いたカメラから対象までの距離を計測する手法に焦点を当てる．ステレオ視や ToF

方式のような距離を計測する手法を紹介した後，計測した奥行情報から 3次元実世界
の復元に関する研究の例示を行う．
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2.2.1 3次元距離計測手法
カメラから対象物体までの距離を計測する手法として視差を利用した三角測量に基
づくステレオ視が挙げられる．三角測量に基づくステレオ視では，それぞれカメラ位
置姿勢が既知な 2つの画像から対応するピクセルを求め，それぞれのカメラの原点か
らピクセルへの光線が交わる点を検出することにより，3 次元位置情報を求める．し
かし，この際光線はカメラの計測エラーや量子化誤差により交わらない場合が多いた
め，その際には 2つの光線との距離が最小となるような点を計算することにより 3次
元位置情報を求める．
三角測量に基づくステレオ視では 2つの写真に対応するカメラ位置が既知であるこ
とが前提とされる．しかし，実際にカメラにより撮影された画像はカメラ位置が未知
である場合が多い．この問題に対応するため，対象までの距離とカメラ位置姿勢を同
時に推定する方式として，エピポーラ幾何を利用した推定が利用される．また，カメラ
本体が動くことにより生まれる視差を利用した，異なる視点から撮影された複数枚の
画像を用いた位置姿勢や 3 次元幾何構造を行う手法は Structure from Motion(SfM)

と呼ばる．特にロボットビジョンにおいて逐次的に自己位置推定と 3次元マップを作
成する手法は Simultaneous Localization and Mapping(SLAM)と呼ばれる．
三角測量に基づく距離計測以外のよく用いられる距離計測手法として，アクティブ
ステレオが挙げられる．ステレオ視においては 2 つのカメラが使われてたのに対し，
アクティブステレオでは 1 台のカメラと 1 台以上のプロジェクタを用いて計測され
る．カメラの光学系は光が入ってくるのに対し，プロジェクタの光学系は光を発する
という，光の向きが逆でであり，カメラと同様の射影モデルを用いて表現することが
できる．そのため，アクティブステレオではプロジェクタが対象にパターンを投影し，
それをカメラが撮影し，対応する点の集合を計測することができる．また，アクティ
ブステレオでは投影するパターンは既知であり，複数枚投影することができるため，2

台のカメラを用いた三角測量に基づく測量より密に距離を計測することができる．投
影するパターンとして，グレーコード [21]や，位相シフトパターン [22]などが提案さ
れている．

ToF方式による三次元幾何構造の計測では，赤外線やレーザ光などの波をカメラか
ら対象に照射し，帰ってくるまでの時間を計測することにより，対象までの距離を計
測する．2台のカメラを用いた三角測量に基づく測量やアクティブステレオでは複数
台のカメラやプロジェクタを視差を確保できるだけの角度をつけて設置する必要があ
るが，ToF方式を用いたカメラでは照射する箇所と帰ってきた光を計測する箇所を離
す必要はなく，小型化が比較的行いやすいという利点がある．しかし，ToF方式を用
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いたカメラでは光を照射して帰ってくる光を計測する特性上，計測できる距離の上限，
下限が三角測量に基づく測量やアクティブステレオに比べ制限される．また，赤外線
やレーザ光を照射する関係上，人体に影響のない範囲にする必要があるという制限も
存在する [23]．

ToF方式を用いたカメラは複数視点を用いることなくカメラから対象物体への距離
が計測できることから，SLAMの一種であり，計測された奥行情報を逐次的に位置を
合わせ実環境の構造復元を行う Kinectfusion [24]が提案されている．

2.2.2 初期位置が大きく異なる点群の位置合わせ
実世界とコンピュータ上の世界のインタラクションが可能なMRを実現するにあた
り，実世界の 3次元構造復元を行う必要がある．MRとしてコンピュータ上の実世界
の 3次元幾何構造を認識させることにおいて，小型なデバイスで密な実世界の情報を
取得する必要があることから，ToF 方式を用いたカメラを用いた SLAM が適切であ
ると考えられる．Kinectfusionでは時間的に連続的な実世界の 3次元幾何構造データ
である点群を逐次的に位置を合わせることによって 1つの実世界の 3次元構造復元を
行う．つまり，位置を合わせる点群間の初期位置の差が小さい事が前提とされている．
しかし，実際の使用ではカメラを急に動かしてしまうことやエラーによる中断などが
発生するため，そのような場合それまで計測してきた点群と次に計測された点群との
初期位置が大きく異なるため，位置合わせに失敗する．このような場合を考えた場合，
初期位置が大きく異なる点群の位置合わせ手法が実世界とコンピュータ上の世界のイ
ンタラクションが可能なMRを実現する上で必要になる．
初期位置が大きく異なる点群の位置合わせもしくは対応関係が未知な点群間の位置
合わせを行う手法は粗い位置合わせである Coarse Matchingと細かな位置合わせであ
る Fine Matchingの 2つに分けることができ [25]，これらを順に行うことにより初期
位置が大きく異なる点群の位置合わせが可能になる．また，得られた点群の初期位置
の違いが小さい場合，Coarse Matchingを行わず Fine Matchingを行うことにより位
置を合わせることが可能である．本節では Coarse Matching と Fine Matching の手
法を例示し，初期位置が大きく異なる点群の位置合わせの流れを例示する．

Coarse Matching

Coarse Matchingでは，位置を合わせるそれぞれの点群から点群の特徴点検出，特
徴量記述を行い，特徴量を用いて特徴点間のマッチングを行う．次にマッチングした
特徴点のペアを用いて粗い位置わせを行う剛体変換行列を推定する．点群における特
徴点とは，点群の局所的な座標を表す点であり，点群からサンプリングもしくは点群



2.3 3次元表面補完 17

の形状から位置を推定，ボクセル状に分割し一様に設定されるなどして取得される．
特徴点は点群の位置を合わせる剛体変換行列の推定に使われ，対応する特徴点の位置
を合わせる剛体変換行列を推定することで点群全体の位置が合わさる．また，点群に
おける特徴量とは，特徴点間のマッチングをする際に必要となり，特徴点ごとに記述
される．特徴量は点群全体においてどの位置にあるかということをヒストグラムやベ
クトルによって表現し，同じ位置の特徴点の特徴量間の距離は小さく，異なる箇所の
特徴点の特徴量間の距離は遠くなるように設計される．点群の特徴点を検出する手法
として NARF [26]，点群の特徴量記述を行う手法として FPFH [27]，特徴点のペアを
用いた剛体変換行列の推定を行う手法として RANSAC [28]が挙げられる．

Fine Matching

Fine Matchingでは，Coarse Matchingの段階にて大まかに位置が合わさった点群
に対し，点群が詳細に合うような剛体変換行列を推定する．細かな位置合わせを行う
代表的なアルゴリズムとして，Iterative Closest Point(ICP)[29]アルゴリズムが挙げ
られる．

2.3 3次元表面補完
MR などのアプリケーションにおいて，実世界の 3 次元形状を表現するためには
点群では不十分であり，物体表面の再構成つまり三角形メッシュを作成するなどして
物体表面の補完を行う必要があり，点群から表面を補完する先行研究が多くなされて
いる [30, 31, 32, 33, 34, 35]．これらのような点群からの 3次元メッシュ生成手法に
加え，実世界を計測した 3次元点群からメッシュを生成するためには生成されたメッ
シュの欠損を補完する手法や，水密なメッシュを生成するような手法が必要となる．
水密なメッシュとは，例えば三角形で構成されるメッシュの場合，すべての辺が 2つ
の三角形に共有されているような穴を持たないメッシュのことである．実世界を計測
した点群はカメラから映らない箇所は欠損しており，また物体表面の反射特性によっ
ては ToF 方式のカメラにより計測できない箇所があり，そのような箇所はデータが
欠損している．そのようなデータからMRアプリケーションにおいて使用するために
は点群の欠損補完を行う研究 [36] や，点群から水密なメッシュを生成するような手
法 [37]が必要となる．
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2.4 深層学習を用いた点群処理技術
現在コンピュータビジョンにおいて深層学習を用いた手法が多く提案され，非常に
高い性能をあげている．深層学習は Rosenblatt により提案された人間の神経細胞で
あるニューロンを基に開発されたパーセプトロンモデル [38]が基であり，パーセプト
ロンを層にしたニューラルネットワークが提案された．ニューラルネットはパーセプ
トロンの層を重ねたモデルであり，誤差逆伝播法によって多層化が容易になった．ま
た層が深くなることでモデルの性能が向上し，層が深くなったモデルは深層学習，も
しくはディープラーニングと呼ばれる．
画像においては畳み込みニューラルネットワーク (Convolutional neural

network;CNN)[39]が非常に高い性能をあげている．CNNはニューラルネットワーク
に畳み込み層とプーリング層を組み込むことにより，2次元配列である画像と非常に
相性の良いモデルとなっている．
深層学習において，層を深くすることにより識別能力が向上するが，層を深くする
と中間層において勾配が消失し学習が進まなくなるという問題が存在した．現在この
問題は主に Residual Block [40] により解決されている．また，Residual Block を利
用した ResNetは現在非常に多くの CNNモデルのバックボーンとなっている．
現在画像処理において，CNNに代わるモデルとして，Vision Transformer [41] が
注目されている．Vision Transformerは自然言語処理を行うモデルとして提案された
Transformer [42]が基となっており，Transformerを画像に特化したモデルに構築し
たモデルである．
深層学習は 2 次元画像だけでなく，点群処理においても非常に高い性能を挙げて
いる．深層学習を用いた 3 次元点群処理を行う代表的なモデルとして PointNet[43]

が挙げられる．点群はデータの特性上，画像のように周囲の情報は順として持たな
い．例えば，1 番目の点と 2 番目の点を入れ替えても点群の情報としては変わらな
い．このように点群には順が入れ替わってもデータの本質は変わらず，またデータの
順は点の位置関係を示していないため点群の位置の関係性は別途計算する必要があ
る．この問題に対し，PointNet では MaxPooling を用いて解決している．PoineNet

提案後，PointNet++[44] や DGCNN[45], Spidercnn[46], Shell Net[47] などが提案
されている．また点群においても，2 次元画像と同様に Transformer に基づくモデ
ル [48, 49, 50, 51, 52, 53, 54]が数多く提案されている．
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2.5 本研究の位置付け
上記に例示したように，実環境の 3次元構造復元は画像の様々な情報を用い，様々
な処理を行うことによって実物体の 3次元モデルを作成する．ここで，本研究はMR

における実世界とコンピュータ上の世界の相互インタラクションが可能な技術の確立
が目的であるため，MRを提示するデバイスは HMDやスマートフォンなどの小型デ
バイスを想定する．その場合，計測する手法は ToF 方式を用いたカメラが適切であ
ると考えられる．一般的に，距離計測を行う場合使う手がかりにかかわらず計測誤差
が発生する．ToF方式を用いたカメラも例外ではなく，ToF方式を用いたカメラによ
り取得した点群は撮影角度や撮影対象の反射特性によりノイズや欠損が発生する．例
えば，近い箇所の物体表面は多くサンプリングされるが，遠い箇所の物体表面のサン
プリングされる数は少ない．また，ToF方式を用いたカメラは物体の反射特性をラン
バート反射として仮定しているため，鏡面反射の特性を持つ物体表面や半透明物体を
計測する際には計測がうまくできず，欠損やノイズが発生する．そのため，本研究で
はそれらの計測エラーを考慮した実世界の 3次元構造復元に関する研究に取り組んだ．
取り組んだ課題として図 2.1における，点群の位置合わせにおける特徴量記述と表面
の生成が挙げられる．
ずれに頑健な特徴量記述では，特徴点の検出において，計測エラーにより特徴点の
検出の際実世界において同じ個所の点を検出することは難しいと考えた．そのため，
ある程度の検出誤差を許容し，マッチングを行うことができる特徴量記述器の提案を
行い，評価を行った．
スタイル変換を利用した点群の欠損補完では，計測誤差やオクルージョンなどによ
る欠損を考え，位置が合わされた点群は欠損箇所を持つ場合や各点が正しく物体表面
を表していない場合があると考えた．この問題を解決するために実環境，特に屋内環
境は人工物が多く，その人工物はある程度形状の傾向が存在すると考えた．そのため，
人工物の形状をスタイル変換のモデル構造を利用しを学習することにより，位置合わ
せを行った点群から欠損を補完しつつメッシュを作成することが可能になると考えた．
本研究では，初めの段階として実際に実世界を計測したデータではなく，CADモデル
からサンプリングし欠損を作成したモデルの欠損補完を行った．
これらの研究は，どちらも 3次元構造復元の処理の中において，センサにより発生
する計測エラーを前提にどのように 3次元構造を復元を行えばいいのかということに
対して取り扱った研究である．
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第 3章

実環境点群の位置合わせにおける
特徴点間のずれに頑健な特徴量
記述

3.1 初めに
実物体の 3次元モデル作成をすることにより，実環境が操作可能であるように見せ
る拡張現実アプリケーションやヘッドマウントディスプレイを用いた住宅や施設の見
学，建物の間取り図作成のための屋内構造復元など多くの場合に応用できることがで
きる．カメラなどのセンサによって実環境の情報を取得し，統合を行うことにより実
環境の 3次元モデル作成を行うことができる．
センサによって取得した 3次元形状をコンピュータ上で表現するデータ形式として
点群が挙げられ，得られた点群の位置を合わせていくことで実環境の 3次元モデル作
成をすることができる．3 次元モデルを作成する先行研究として，Kinectfusion [24]

や DVO–SLAM[55]，ElasticFusion [56]，BundleFusion [57]などが提案されている．
現在の Kinectfusionのようなセンサを用いた 3次元モデル作成アプリケーションは撮
影されたフレームが時間的に連続であるということ，つまりフレーム間の撮影角度や
カメラ位置の差異が小さく，点群の初期位置が大きく違わないことが仮定されている．
しかし実際の使用においてはつまずいて体勢を崩すことやセンサの落下，アプリケー
ションのエラーによる強制終了などにより，急な撮影角度の変化や撮影の中断，再開
が発生する場合がある．この場合，撮影されたフレームが時間的に連続であり，撮影
角度やカメラ位置の差異が小さいという仮定を満たさなくなり，点群の位置合わせが
失敗するため再度計測する必要がある．また点群の位置合わせにおいて，初期位置の
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違いが小さい点群のみに制限することにより，複数人で並行に作業することが不可能
となるという問題も発生する．複数人でそれぞれ異なる部屋の形状を取得し，それら
の位置を合わせることで 1つの 3次元モデルを作成することが期待できるが，それら
の点群の初期位置は小さいとは限らないため点群の位置合わせが不可能であり，複数
人での平行作業による効率化が不可能となる．
初期位置が大きく異なる点群の位置合わせを行う手法として，点群をボクセルに変
換し特徴量記述を行う 3D Match [58]や Point Pair Featureに変換したものを深層学
習を用いて特徴量記述を行う PPF Net [59, 60]などが提案されている．これらの手法
では，点群において特徴的な点である特徴点を検出した後に検出した点と周囲がどの
ようであるかということを表す特徴量を記述する．記述した特徴量を用いて検出した
特徴点間の対応付けを行い，対応付けされた特徴点の位置を合わせることにより，初
期位置が大きく異なる点群の位置合わせを行う．しかし，時間的に非連続に計測され
た複数の点群を扱う場合，特徴点の検出において 2次元画像におけるコーナ検出のよ
うに，2つの時間的に非連続に計測されたフレームから実世界において同じ位置を検
出することは難しい．この問題は点群の分布の違いやオクルージョン，センサエラー
による欠損箇所の違いによって発生する．点群の密度は基本的に観測角度と対象物ま
での距離に依存し，またセンサや物体表面の反射特性に依存するセンシングノイズも
点群の分布や欠損部分に影響を与える．従って，2 つの点群間の位置合わせを行うた
めの特徴点対は理想的には実世界において同じ点にあることが望ましいが，同じ位置
から撮影しても同じ場所として計測されることが保証されない．またセンサによって
実環境の情報を取得する場合センサから観測できない箇所や，物体表面の反射特性に
より発生する計測エラーにより観測できない場所が存在する場合が多く，その箇所は
情報が欠損している．この場合，2点群間の欠落部分が異なるため，対応する特徴点の
一部が存在しない可能性がある．
本論文では時間的に非連続に計測された点群の位置合わせに向けた，特徴点間のず
れである feature point registration error に頑健な特徴量記述のため，特徴点周辺の
局所特徴量と点群全体の大域特徴量の 2つの特徴量を用いた特徴量記述モデルを提案
する．ずれを持つ特徴点周辺の局所的な領域のペアはオクルージョンやカメラアング
ルによって大きく異なる場合がある．この場合，局所領域のみを用いて特徴量記述を
行う推論は失敗する．また，局所的な領域の形状は同じであるが，実世界において位
置が異なる場合が多数存在する多面，局所領域のみを用いた推論は適切ではない．ま
た，点群全体の大域特徴量のみを用いた特徴量記述はカメラの角度や位置の影響によ
り点群の形状が大きく異なるため，大きく大域特徴量記述において影響を受ける．そ
のため，本論文では局所特徴量と大域特徴量を組み合わせることによって時間的に非
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連続に計測された点群の位置合わせのための特徴点間のずれに頑健な特徴量記述モデ
ルを提案する．

3.2 関連研究
点群の位置合わせは粗い位置合わせである Coarse Matchingと，細かな位置合わせ
である Fine Matching に分類することができる [25]．Coarse Matching では，位置
を合わせるそれぞれの点群から点群の特徴点検出，特徴量記述を行い，特徴量を用い
て特徴点間のマッチングを行う．次にマッチングした特徴点のペアを用いて粗い位置
わせを行う剛体変換行列を推定する．特徴点のペアを用いた剛体変換行列の推定を行
う代表的なアルゴリズムとして，RANSAC[28]が挙げられる．Fine Matchingでは，
Coarse Matchingの段階にて大まかに位置が合わさった点群に対し，点群が詳細に合
うような剛体変換行列を推定する．細かな位置合わせを行う代表的なアルゴリズムと
して，ICP[29]アルゴリズムが挙げられる．
点群の局所的な幾何構造を用いた特徴量記述手法が多く提案されている．例とし
て FPFH[27]や FPH[61]，SHOT[62]，SpingImage[63]，USC[64]などが挙げられる．
FPFHでは，特徴点の一定の範囲に存在する点それぞれに対して一定数の近傍点探索
を行い，近傍各点との角度や距離の関係性についてヒストグラムを作成することによ
り特徴量記述を行う．SHOTでは，特徴点周囲領域を 32分割し，各領域に対して法
線ベクトルとその法線ベクトルと特徴点の法線ベクトルの内積を計算しヒストグラム
を作成することにより特徴量記述を行う．
点群を扱うための深層学習モデルが多く提案されており，それらのモデルを用いた
学習ベースの点群の局所特徴量記述手法が多く提案されている．学習特徴量を用い
た位置合わせのための特徴量記述研究としては 3DMatch[58]や PPFNet[59], perfect

Match[65], FCGF[66] などが提案されている．また点群を扱う深層学習モデルとし
て，PointNet[43]や PointNet++[44], DGCNN[45], Spidercnn[46], Shell Net[47]な
どが提案されている．例えば PointNetでは，入力点群をクラシフィケーションもしく
はセグメンテーションを行う．どちらのタスクを行う場合でも入力点群の各点に対し，
パラメータ共有されたモデルにより特徴量ベクトルをそれぞれ記述を行う．クラシ
フィケーションを行うモデルでは各点に対して記述した特徴ベクトルをMax Pooling

もしくは Average Poolingを行うことによりまとめ上げ，まとめ上げたベクトルを全
結合層に入力することによりクラスベクトルを出力する．セグメンテーションを行う
場合では，各点に対して記述した特徴ベクトルに，まとめ上げたベクトルを大域特徴
ベクトルとしてそれぞれ結合することにより点それぞれに対しその点と全体の情報を



24 第 3章 実環境点群の位置合わせにおける特徴点間のずれに頑健な特徴量記述

図 3.1: 特徴点間のずれの例

持つ特徴ベクトルを記述し，それらの特徴ベクトルをそれぞれパラメータ共有された
全結合層に入力することにより，入力点それぞれに対応するカテゴリベクトルを出力
する．
特徴量記述の先行研究では計測誤差や特徴点検出誤差については考慮されておらず，
実世界において同じ個所の特徴点を正確に取得できる，もしくは非常に近い箇所をサ
ンプリングすることが可能という前提の基に設計されている．しかし，実世界を計測
した点群では対応する特徴点のペアには，先に述べたような特徴点間の誤差が含まれ
る場合がある．本研究では，点群の位置合わせパイプラインの Coarse Matchingの特
徴量記述において計測誤差や特徴点検出誤差に対応するため，特徴点が実世界におい
てずれていても正のペアであると判断できるような，特徴点間のずれに頑健な特徴量
記述が可能になることを目指す．本研究では関連研究と同様に，同じ箇所の特徴量同
士の距離は近く，異なる箇所の特徴量同士の距離は遠くなるように記述する．また関
連研究とは異なり，多少のずれを含む場合でも特徴点ペアの特徴量の距離は近く，一
定以上離れている特徴点ペアの特徴量の距離は遠く記述することにより，多少特徴点
間のずれを持つ場合でも正のペアと判断できる，特徴点間のずれに頑健な特徴量記述
器の作成を目的とする．

3.3 提案手法
本研究では，時間的に非連続に撮影された点群の位置合わせのため，特徴点間のずれ
に頑健な特徴量記述手法を提案する．図 3.1に本研究が目指す特徴点間のずれの対応
の概要を示す．実世界において特徴点の距離がずれ τd cm以内に存在するのであれば
特徴量の距離は小さく，ずれ τd cmより遠い箇所に存在するのであれば特徴量の距離
は大きくなるように特徴量を記述する特徴記述器の作成を目指す．この目的を達成す
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るため，特徴点周囲の局所領域と点群全体を入力とする特徴量記述器を Contrasstive

Loss [67]や Triplet Loss [68]を用いて距離学習を行う．

3.3.1 局所領域と全体領域を用いた特徴量記述
実環境では局所的な形状は似ていても位置が異なる場合があるため，特徴点ペアが
実環境において一致とみなせるほど近いかどうかを推定するには局所領域の情報だけ
では十分でない場合がある．例えば，屋内環境では平面の局所的な形状が非常に多く，
局所的な平面の情報のみで正しい特徴点のペアを見つけることは非常に困難である．
一方，点群全体の形状は非常に多くの幾何的情報を持っているが，点群全体の形状は
センサーの位置や向きなどに大きく依存する．正確な特徴記述を実現するためには，
局所的な情報と大域的な情報の両方を組み合わせる必要がある．大域領域の情報は点
群全体の幾何学的構造を持つため，局所的な形状は似ていても実際の環境では位置が
異なる場合があるという問題を解決することができる．また，局所領域の情報はカメ
ラ位置の違いによって大きく変化しないため，大域領域の形状がカメラ位置の違いに
よって変化する問題を解決することができる．局所領域と大域領域を用いた特徴記述
では，特徴点間のずれを認識するため局所領域は詳細な幾何学構造を持つことが望ま
しいと考える．一方，大域領域は計算コストや認識精度の観点から点群全体の大まか
な幾何学的構造を持つことが望ましいと考える．特徴量を記述するための入力点群と
して，局所的な幾何構造を詳細に認識する局所領域点群には密な点群が，点群全体の
幾何構造を大まかに認識する大域領域には疎な点群が適切であると考える．そのため，
特徴点から τl cm以内に存在する nl 点によってサンプリングされた密な点群を局所領
域点群，点群全体から ng 点によってサンプリングされた疎な点群を大域領域点群と定
義する．

3.3.2 局所特徴量記述
局所領域は全体領域に比べ狭い範囲でサンプリングされ，局所的な幾何構造を高解
像度で持つため，局所領域は全体領域に比べ，特徴点間のずれによって大きく影響を
受ける．図 3.2に特徴点間のずれが局所領域の点群のペアに与える影響を表している．
局所領域は特徴点間のずれによって見た目が変化し，またずれによって特徴点と周囲
の点との関係性が大きく変化する．しかし，特徴点間のずれを含む場合においても 2

つの局所集合間で広い領域が重なっている．よってずれに頑健な局所領域の特徴量記
述を行うため，特徴点と周囲の幾何構造の関係性を記述するのではなく，領域全体の
幾何構造を均一に特徴量記述することにより，局所集合間の重なりを検出し，重なり
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(a) 特徴点間のずれを持つ局所集合の重な
り

(b) 特徴点間のずれによる局所特徴量の変
化

図 3.2: ずれを含む局所集合ペアの性質

によって真偽の判断を行うべきである．

3.3.3 大域特徴量記述
全体領域は局所領域に比べ解像度は低いが，点群全体の幾何構造を持つ．また広い
範囲でサンプリングされるため，局所領域に比べずれによる影響は少ない．3.3.1節で
話したように，局所的に同じ幾何構造を持つ特徴点ペアを正しく推論するため，全体
領域の特徴量記述では特徴点が点群全体においてどこに存在するのかという情報を持
たせ特徴記述する必要がある．

3.3.4 モデル概要
提案モデルは 2つのエンコーダから構成されており，図 3.3に示すように局所領域
点群に対する局所領域エンコーダと大域領域点群に対する大域領域エンコーダから構
成される．局所領域エンコーダは 128 次元の特徴ベクトルを記述し，大域領域エン
コーダは 256次元の特徴ベクトルを記述する．局所領域と大域領域の点群をエンコー
ドした後，これらの出力ベクトルを結合して全結合層に入力し，特徴点の特徴量ベク
トルを記述する．全結合層は入力層，中間層，出力層からなり，それぞれ 384，512，
256のノードを持つ．
局所領域点群のエンコードを行うモデルをクラシフィケーションタスクを行う
モデルを基に設計した．クラシフィケーションタスクのモデルは PointNet [43] や
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図 3.3: 特徴量記述モデル概要

PointNet++ [44]，DGCNN [45]といった機械学習モデルに基づいている．各入力点
と他の点との関係の特徴量ベクトルを記述し，max poolingを用いて特徴量ベクトル
にまとめ上げることによってクラスベクトルを記述する．このモデル構造は入力点群
の幾何構造全体の情報を記述している．そのため．局所領域点群の特徴量記述を行う
ためクラシフィケーションタスクのモデル構造を利用する．局所領域点群の特徴量記
述には DGCNNを使用した．
全体領域点群のエンコードを行うモデルをセグメンテーションタスクを行うモデル
を基に設計した．セグメンテーションタスクを行うモデルでは，入力点それぞれにつ
いて他の点との関係性を表す特徴ベクトルを記述することにより，それぞれの点につ
いてカテゴリベクトルの出力を行う．この構造はそれぞれの点に対し，その点と周囲
の点群との関係性が記述されていると考えられる．よって本研究では，図 3.5に示す
ように，セグメンテーションタスクを行うモデル構造を用い，特に特徴点に関する特
徴ベクトルを取り出して全体領域のエンコードを行う．大域点群の特徴量記述には局
所領域点群のエンコーダと同様に DGCNNを採用した．
本論文では，局所領域の特徴量記述を行うブロック，大域領域の特徴量記述を行う記
述ブロック，複合モデルをそれぞれ C–Netモジュール，S–Netモジュール，CS–Net

と呼ぶ．CS–Netに特徴点間の誤差を含むペアを学習データとして入力することによ
り，特徴量記述における特徴点間のずれに対する頑健性を高めることを目指す．

3.4 実験
本章では提案手法である CS–Netがずれに対して頑健な特徴量記述が可能になって
いることを確かめる．ポジティブのペアの特徴点間のずれの大きさがある程度大きく
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図 3.4: 局所領域点群のための C–Netモジュール

図 3.5: 大域領域点群のための S–Netモジュール

なっても似ていると判断できているかを確かめるため，ポジティブペアのずれの大き
さが異なる特徴点のペア集合に対し，先行研究である 3DMatch[58]にて行われている
Keypoint matching benchmark をそれぞれ行うことにより CS–Net の評価を行う．
Keypoint matching benchmarkは以下の式によって定義される．

1

N

N∑
i=1

I(f(xn
i ) − f(yni )), (3.1)

I(x) :=

{
1, if ∥x∥ < θ

0, otherwise,
(3.2)

ここで N は特徴点のネガティブペアの数，関数 f(·) は点群特徴量記述モデル，xn
i

と yni は特徴点のネガティブペア，θ は特徴点のポジティブペアの recallが 95%にな
る閾値である．Keypoint matching benchmark では，同数のポジティブのペアとネ
ガティブなペアのデータセットに対し，recall が 95% となるような閾値 τ における
false-positiveの比率により評価され，false-positiveの比率が低いほど性能が高い．

3.4.1 セットアップ
評価をするにあたり，学習および評価を行うデータセットを 3DMatch RGBD

benchmark [58]. を用いて作成した．3DMatch RGBD benchmark にて使用される
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データセットはAnalysis-by-Synthesis[69]，7-Scenes[70]，SUN3D[71]，RGB-D Scenes

v.2[72]，Halberらの研究で使用されたデータセット [73]から構成され，62の実世界
を撮影して取得した RGB画像と深度画像，カメラ位置姿勢の情報を持つ．これらの
データセットを学習用データセットと評価用データセットに分割し，base アンカー，
positiveアンカー，negativeアンカーの 3つの組からなるペアを学習用データセット
として 30000，評価用データセットとして 10000作成した．baseアンカー，positive

アンカー，negativeアンカーはそれぞれ局所領域点群と全体領域点群を持つ．局所領
域点群は特徴点と特徴点から 30 cm以内に存在する点合わせて 2048点を持つ．全体
領域点群は特徴点とシーン全体からランダムにサンプリングされた点合わせて 2048

点を持つ．また，局所領域の点数，局所領域のサンプリング半径の閾値，大域領域の点
数をそれぞれ nl，taul，ng とする．提案モデルを pytorchにより実装した．提案モデ
ルを学習するための損失関数として，距離学習において頻繁に用いられる Contrastive

Loss[67]と Triplet Loss[68]の両方に対して学習を行い，評価を行った．Contrastive

Lossは以下の式によって定義される．

Lcontrastive = (1 − Yc)
1

2
(Dw)2 + (Yc)

1

2
{max(0,m−Dw)}2 (3.3)

ここで，Dw は入力である特徴量間の距離であり，Yc は入力ペアの特徴点がポジティ
ブである場合 Yc = 0，ネガティブである場合 Yc = 1となる値であり，mはマージン
である．また，Triplet Lossは以下の式によって定義される．

Ltriplet = max(dp − dn + α, 0) (3.4)

ここで，dp は baseアンカーと positiveアンカーの特徴量間の距離であり，dn は base

アンカーと negative アンカーの特徴量間の距離であり，α はマージンである．オプ
ティマイザとして ADAM[74]を使用し，学習率を 0.001に設定し，学習は 250エポッ
ク行った．

3.4.2 比較実験
提案手法がずれに頑健な特徴記述が可能になっていることを確かめるため，ポジティ
ブのペアのずれの大きさが異なる 4つの集合に対し Keypoint Matching Benchmark

を行い，評価を行う．4つの集合はポジティブのペアのずれがそれぞれ 0-5 cm，5-10

cm，10-15 cm，15-20 cm である．また学習データのポジティブのペアのずれは 20

cm以内であり，ネガティブのペアのずれは学習データ，評価データ共に 20 cm以上
である．作成したデータセットを用いて，提案手法と hand-crafted な特徴量である
FPFH [27]，SHOT [62]，Spin Image [63]と学習ベースの特徴量である 3DMatch [58]
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と比較実験を行う．ずれの大きさの異なるデータセットを用い，各特徴量記述手法を
式 3.1によって評価を行った結果を表 3.1に示す．実験の結果では，提案手法である
CS–Netを Contrastive Lossを用いて学習した場合が最も性能が高く，次に CS–Net

を Triplet Loss を用いて学習した場合が性能が高い．学習ベースの特徴量記述手法
である 3DMatchは hand-crafted特徴量である FPFH，SHOT，Spin Imageより性
能が高い．また，3DMatchはずれが大きくなるにつれ精度が低下しているのに対し，
CS–Netはずれが大きくなった場合においても精度が大きく下がることなく判別がで
きている．このことから，提案手法である CS–Netはずれに頑健な特徴量記述が可能
になっている．

3.4.3 組み合わせ実験
3.3節で述べたように，本研究では CS–Netを 2つの仮設に基づいて設計した．1つ
は点群の特徴量記述器は局所領域と大域領域の両方の情報を入力として使用するべき
であるという仮説であり，もう 1つは C–Netモジュールは局所特徴量のエンコードに
適しており，S–Netモジュールは大域領域のエンコードに適しているという仮説であ
る．この 2つの仮設を確かめるため，異なる入力とモデルの組み合わせにより提案手
法の評価を行う．また，CS–Netを学習させるための 2つの損失関数の性能の評価を
行う．結果を表 3.2に示す．

局所領域と大域領域の入力に関する考察
CS–Netでは局所領域をエンコードする C–Netモジュールとと全体領域をエンコー
ドする S–Netモジュールの両方を用いて特徴記述を行う．本節では，入力として局所
領域と大域領域の両方使用する必要があることを，局所領域のみを用いたモデルであ

表 3.1: 比較実験結果

0-5 cm 5-10 cm 0-15 cm 15-20 cm

CS-Net(triplet) 13.3 14.4 15.6 15.4

CS-Net(cont) 10.7 11.4 11.9 11.5

3DMatch(triplet) 49.7 49.9 53.3 57.8

3DMatch(cont) 52.1 55.6 59.2 64.6

FPFH 76.3 79.0 81.1 81.6

SHOT 90.3 91.8 91.8 91.8

Spin Images 92.6 93.2 92.5 93.8
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る C–local–Netと，大域領域のみを用いたモデルである S–global–Netと比較するこ
とにより示す．表 3.2より，Triplet Lossを用いた場合と Contrastive Lossを用いた
場合の両方において，局所領域と大域領域の両方を用いた場合，局所領域のみを利用
した C-local-Netや大域領域のみを利用した S-global-Netよりも性能が高いことが確
認された．また，大域領域のみを用いた S-global-Netは，局所領域と大域領域の両方
用いた場合ほどではないが，高い精度で判別でき，局所領域のみを用いた C-local-Net

はあまり精度が高くないということが確認された．これらの事から，時間的に非連続
に撮影された点群の位置合わせにおける点群の特徴量記述においては局所的な情報の
みでは不十分であり，また大域的な情報は非常に重要である．そのため大域的な情報
を用いることで特徴量の記述が向上し，大域領域と合わせて特徴点周囲の局所的な情
報を用いることが良い事が確認された．一方，局所領域のみを用いた特徴量記述は効
果的でないことが確認された．

表 3.2: 組み合わせ実験結果

0-5 cm 5-10 cm 0-15 cm 15-20 cm

CS-Net(triplet) 13.3 14.4 15.6 15.4

CS-Net(cont) 10.7 11.4 11.9 11.5

CC-Net(triplet) 40.3 42.7 44.8 47.7

CC-Net(cont) 44.8 46.6 48.5 52.0

SS-Net(triplet) 16.0 16.5 17.8 19.2

SS-Net(cont) 13.4 13.8 14.0 14.4

SC-Net(triplet) 34.7 37.8 42.4 47.5

SC-Net(cont) 48.4 51.0 52.7 55.2

C-local-Net(triplet) 41.4 43.7 47.1 49.5

C-local-Net(cont) 44.9 45.8 48.0 50.8

S-local-Net(triplet) 62.8 65.2 65.8 68.9

S-local-Net(cont) 49.3 51.9 53.3 57.6

C-global-Net(triplet) 95.1 95.1 95.1 95.0

C-global-Net(cont) 94.9 95.0 95.1 95.0

S-global-Net(triplet) 17.7 18.7 18.6 17.7

S-global-Net(cont) 21.9 20.2 22.8 21.0
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局所領域のための C–Netと大域領域のための S–Netに関する考察
CS–Netでは，C–Netモジュールを用いて局所的な領域の特徴量記述を行い，S–Net

モジュールを用いて大域的な領域の特徴量記述を行っている．本節では，C–Net モ
ジュールが局所的な特徴量記述に適しており，また S–Netモジュールが大域的な特徴
量記述に適していることを示すため，局所的な領域と大域的な領域に対して C–Netモ
ジュールと S–Netモジュールのどちらが適しているかの評価を行う．その後，2つの
エンコーダのすべての組み合わせについて，両方の領域の場合の性能を比較する．
表 3.2より，局所領域のみを用いた場合，C–Netモジュールは S–Netモジュールよ
り高い性能を持つ．大域領域のみを用いた場合，局所領域のみを用いた場合とは異な
り，S–Netモジュールは C–Netモジュールより高い性能を持つ．これらのことから，
どちらか片方の領域を入力として使う場合 C–Netモジュールは局所領域の特徴量記述
に適しており，S–Netモジュールは全体領域の特徴量記述に適している．局所領域と
大域領域の両方を用いて特徴記述する場合においては，損失関数に Triplet Lossを用
いた場合では順に CS–Net, SS–Net, SC–Net, CC–Net の順に性能が高く，損失関数
に Contrastive Lossを用いた場合では順に CS–Net, SS–Net, CC–Net, SC–Netの順
に性能が高い．これらの結果から，局所領域と全体領域の両方の領域を使う場合にお
いても S–Net モジュールは全体領域の特徴記述に適しており，C–Net モジュールは
局所領域の記述に適していると考えられる．C–Netモジュールを用いて全体領域記述
を行った場合全体領域の情報を学習できていないため，C–Netモジュールを用いて全
体領域を記述した CC–Net と SC–Net の両方の性能が CS–Net と SS–Net に比べて
低いと考えられる．また，CS–Netと SS–Netは CC–Netと SC–Netより性能が高い
ことから，両方の領域を用いて記述する場合においても 3.4.3 節で述べたように大域
的な情報は非常に重要な役割を持っていると考えられる．よって，CS–Net の性能が
SS–Netより高いことから，全体領域の特徴記述に S–Netモジュールを用いている場
合は C–Netモジュールは局所領域の特徴記述に適していると考えられる．
局所領域のみを用いて特徴記述を行った C–local–Net，S–local–Net は，全体領域
の特徴記述に S–Netモジュールを用いた CS–Net，SS–Net，S-global-Netに比べ，ず
れの大きさが大きくなるにつれよりエラー率が高くなる傾向がある．このことから，
局所領域はずれによって大きく情報が変化し，ずれに頑健な特徴量記述を行うために
はずれによる変化が小さい全体領域の情報を用いることが重要であると考えられる．
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Triplet Lossと Constrastive Lossに関する考察
実験を行うにあたって，学習モデルの損失関数として Triplet Loss と Contrastive

Lossを用いた．表 3.2より，CC–Net，SC–Net，C–local–Net，S-global–NetはTriplet

Lossを用いた場合の方が性能が高く，CS–Net，SS–Net，S–local–Netは Contrastive

Lossを用いた場合の方が性能が高く，C–global–Netは損失関数による性能の違いは
ほとんど無い．局所領域のみを用いた場合や全体領域のみを用いた場合，両方の領域
を用いた場合の 3種類の入力データの違いによって，損失関数の違いによる性能の変
化を規則的に分類できないと考えられる．また局所領域もしくは全体領域片方のみを
記述する場合と両方の領域を記述する場合において，損失関数の違いによる規則的な
性能の変化が無いことから，学習パラメータ数の違いは使用する損失関数により規則
的に性能は変化しない．よってモデル構造の違いや，入力するデータの違い，パラメー
タ数の違いによって Triplet Lossもしくは Contrastive Lossのどちらを用いた場合の
性能が高いのか規則的に分類を行うことはできないと考えられる．

3.5 終わりに
本研究では，初期位置が異なる実環境点群の位置合わせのための特徴点間のずれに
頑健な特徴記述モデルである CS–Netを提案した．CS–Netは先行研究より高い精度
で近い箇所に存在する特徴点ペアであるかそうでないかを判別することが可能であり，
特徴点間のずれが大きくなった場合においても精度の低下が小さいことを確認した．
ずれに頑健な特徴量記述を行うことにより，特徴点検出が容易になり，特徴点の対応
付けにおいて精度の低下を防ぐことが期待される．さらに，組み合わせ実験では局所
領域と大域領域の両方の点群を入力とする CS–Netが，局所領域または大域領域のみ
を使用する C–local–Netと S–global–Netをそれぞれ平均 34.0%，6.8%上回ることが
確認された．また，C–Netモジュールは局所領域のエンコード，S–Netモジュールは
大域領域のエンコードに適していることが確認された．
今後の課題として，外れ値を考慮した学習手法，ずれを含む特徴点ペアのマッチン
グ手法，ずれ推測手法が挙げられる．本論文の手法は与えられた特徴点ペアがポジ
ティブのペアであるかもしくはネガティブのペアであるか判断するための特徴量記述
を行う．しかし，実際の点群の位置合わせにおいては，2つの点群からそれぞれ特徴点
検出，特徴量記述を行い，それぞれの特徴点に対して対応するポジティブの特徴点を
他方の点群から見つける必要がある．その際正解の特徴点より特徴量空間において近
い間違いの特徴点が 1つでも存在すると，その特徴点の対応付けは失敗する．そのた
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め，正解の箇所の特徴点より特徴量空間において近い間違いの特徴点が発生しないよ
うに，False Positive の外れ値に対して強い損失値を与えるような学習手法について
取り組む必要がある．また点群の位置合わせそのものを行うため，ずれを含む特徴点
ペアのマッチングし対応を取るための手法や，特徴点間のずれを推測し，まとめ上げ
て点群全体の変換を求める手法に取り組む必要がある．また実用化に向けた課題とし
て CS–Netの高速化及びモデルの軽量化が必要になる．MRを提示するデバイスは小
型であるため計算能力が限られているが，提案手法である CS–Netは計算量が多くま
たモデルサイズが大きいためそのまま実装することが難しい．そのため CS–Netの高
速化及びモデルの軽量化を行うことにより，MRデバイス上において実環境の 3次元
構造復元が可能になり，リアルタイムに実世界を再現する 3次元構造をコンピュータ
上の世界に構築できるようになることが期待される．



35

第 4章

スタイル変換を利用した点群の欠
損補完

4.1 初めに
3Dスキャナやカメラなどのセンサによって実物体の情報を取得，統合を行うことに
より実物体の 3次元モデル作成を行うことができる．実物体の 3次元モデル作成によ
り屋内構造の間取り図作成や自動運転，映像制作向けの 3DCGモデル作成などへの応
用が期待できる．
点群はコンピュータ上で 3次元形状を表現するデータ形式の 1つであるが，点群は
座標情報の集合であるため面の情報を持たず，コンピュータグラフィックスや仮想現
実・拡張現実，シミュレーション，3Dプリントなど多くのアプリケーションにおいて
そのまま使用することができない．そのため，点群データを 3Dメッシュデータなど
アプリケーションに適したデータ形式に変換し使用される．しかし，実物体を計測す
る場合センサに映らない箇所や透明な箇所など計測できない箇所はデータが欠損する
場合がある．その場合，欠陥を持つ計測されたデータを 3Dアプリケーションで直接
使用することは困難である．
本論文では，スタイル変換のモデル構造を利用し 3次元幾何構造の傾向を学習する
ことにより，3次元点群を補完しつつ 3次元メッシュを生成する手法を提案する．提
案手法では点群をメッシュに変換するための Autoencoder(AE)[75] と，欠損補完モ
ジュールを学習するための Generative Adversarial Network(GAN)[76] を組み合わ
せる．また，点群の欠損を補完することを目的として設計された欠損補完モジュール
をエンコーダとデコーダの間に組み込む．欠損補完モジュールは欠損を持たない点群
の全体の幾何形状の傾向を学習するために組み込む．提案モデルでは，欠損を持つ点
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群の幾何構造の傾向を AE の潜在空間において欠損のない幾何構造の傾向に変換す
るように学習される．また，出力メッシュの形状を入力点群の形状に近づけるように
学習させる．この 2つの学習を行うことにより，欠損を含む点群から欠損を補完した
メッシュの作成を可能にする．
本論文の貢献は以下の通りである．

• 先行研究では欠損を含まない点群からメッシュを生成していたのに対し，
本研究では欠損を含む点群から欠損を補完したメッシュを生成するモデル
の提案を行った．

• 欠損を含まない点群の幾何構造の傾向を学習するための欠損補完モジュー
ルの提案を行った．

• 実験において欠損補完モジュールが点群の欠損補完を行い，スムーズな
メッシュ生成を行うことに貢献していることを確認した．

4.2 関連研究
提案手法はスタイル変換の技術を用いて点群の欠損補完を行っている．コンピュー
タビジョンにおいて，スタイル変換や欠損補完の先行研究が多くなされている．本章
では提案手法のベースとなる技術のスタイル変換に関する技術を紹介した後，先行研
究である欠損の補完に関する技術述べる．

4.2.1 スタイル変換
コンピュータビジョンにおいて，多くの 2D画像のスタイル変換を行う手法が提案
されている [77, 78, 79, 80, 81, 82, 83, 84, 85, 86, 87, 88]．Gatys らの研究 [78] で
は，画像の意味的なコンテンツと画像のテクスチャを表現するスタイルを分離して処
理を行っている．画像のコンテンツ，スタイルを学習するモデルをそれぞれ構築し，
コンテンツに関する損失，スタイルに関する損失をそれぞれ構築し，学習を行うこと
によって画像の意味的なコンテンツを保持したままスタイルの変換を可能にしている．
また Gatysらの手法では，Simonyanらの手法である VGGネットワーク [89]を用い
て構築されている．Huangらの研究 [86]では，2つの入力画像をそれぞれのスタイル
空間と共有のコンテンツ空間の 2つの空間に写像する．その後お互いのコンテンツ空
間の特徴量を入れ替え，それぞれスタイル空間の特徴量を組み込み，デコードするこ
とで互いのスタイルを保持したままコンテンツの入れ替えが可能となる．
機械学習を用いた点群のスタイル変換を行う先行研究がなされている [90, 91, 92]．
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Seguらの 3DSNet[90]では Huangらの手法 [86]をベースとしてモデルが構築されて
いる．3DSNetでは 2つの入力点群を Huangらの手法と同様に，それぞれのスタイル
空間と共有のコンテンツ空間の 2つの空間に PointNet[43]を用いて特徴量を記述し，
写像する．その後お互いのコンテンツ空間，スタイル空間の特徴量を組み合わせ，デ
コードしスタイル変換を行う．また，3DSNetでは出力された点群を用いて，幾何形
状の損失と敵対的学習の損失を組み合わせることで学習を行う．

4.2.2 欠損補完
機械学習を用いた画像の補完の研究がなされている [93, 94, 95]．Pathakらの研究

[93]では，一部を欠損させた画像を入力とし，エンコードした特徴量を全結合層に入
力し，その後デコーダに入力することによって欠損部分を出力する．また出力された
画像と真値の画像を比べ損失を取ることによって，欠損を補完する学習を可能にして
いる．
点群の補完を行う先行研究で，特に機械学習を用いて補完を行う手法が提案されて
いる [96, 36, 97]．Yuらの研究 [36]では，欠損を含む点群をエンコーダ，デコーダに
入力し，欠損している箇所の点群を出力する．また Yuらの手法では，出力された点
群と，正解である元の点群から切り出した点群を discriminatorに入力し，それが推測
されたものであるか，元の点群から切り出された点群であるかの判別を行う．そのた
め，学習全体としては，出力された欠損を補完する点群と入力である欠損した点群を
足し合わせた幾何形状の学習と，出力された点群を基の点群から切り出された点群に
近付ける GANの 2つの学習によって点群の欠損を補完する学習が行われる．
本研究では，スタイル変換学習構造を利用し学習した点群の 3次元幾何構造の傾向
を用いて点群の欠損補完を行い，全体の形状を持つ 3次元メッシュを作成することを
目的とする．スタイル変換の学習構造を用いることによって，欠損した点群の 3次元
幾何構造の傾向を持つ特徴量を物体全体の形状を持つ点群の 3次元幾何構造の傾向を
持つ特徴量に近付けるように学習し，物体全体の形状を持つ 3次元幾何構造の傾向を
持つ特徴量に近付けた特徴量をデコードすることによって欠損を補完した 3次元メッ
シュを作成することを目指す．

4.3 提案手法
本研究では，スタイル変換の学習構造を利用し学習した点群の 3次元幾何構造の傾
向を用いて点群の欠損補完を行い，全体の形状を持つ 3次元メッシュを作成するモデ
ルの構築を行う．スタイル変換の学習構造を用いることによって，欠損した点群の 3
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図 4.1: 点群の欠損補完モデル概要

次元幾何構造の傾向を持つ特徴量を物体全体の形状を持つ点群の 3次元幾何構造の傾
向の特徴量に近付けるように学習し，物体全体の形状を持つ 3次元幾何構造の傾向に
近付けた特徴量をデコードすることによって欠損を補完した 3次元メッシュを作成す
ることを目指す．

4.3.1 モデル概要
提案モデルは欠損補完モジュールが組み込まれたエンコーダと，事前学習されたパ
ラメータを持つデコーダによって構成される．また，欠損補完モジュールを学習する
ため，学習時には事前学習で用いたエンコーダと Discriminator を用いる．モデル概
要を図 4.1に示す．提案モデルでは，欠損を含む点群をエンコーダに入力し，出力と
ノイズを結合させ欠損補完モジュールに入力することにより，欠損を含む点群の特徴
量が記述される．その特徴量を事前学習されたデコーダに入力し，最終的な欠損を含
まないメッシュを出力する．
点群の欠損補完及びメッシュ生成の際には，出力されたメッシュから点群をサンプ
リングし，入力点群との形状の違いを計算し損失を計算する．またスタイルの学習時
には，欠損を含まない点群を事前学習されたエンコーダによって欠損を含まない特徴
量を記述し，この特徴量と欠損を含む特徴量を Discriminator にそれぞれ入力し，敵
対的学習の損失を計算する．
提案モデルのエンコーダには PointNet[43],デコーダには Neural Mesh Flow[37]を
使用した．



4.3 提案手法 39

4.3.2 エンコーダとデコーダ
本モデルはエンコーダとデコーダから構成され，欠損を持たない点群を用いて事前
学習を行う．その後，学習済みのデコーダのパラメータを初期値として使用し，エン
コーダは学習済みのパラメータを使用せずに初期値を設定する．事前学習されたデ
コーダは、特徴量から幾何学的構造の基底を認識し，形状全体を再構成することでき
ると考えられる．エンコーダは，エンコーダには形状の欠損を補完するモジュールを
組み込むため，事前学習されたパラメータを使用しない。エンコーダは欠損補完モ
ジュールを組み込むことにより，全体の形状の情報が含まれる特徴量が記述されるこ
とが期待される．さらに，事前学習されたパラメータを持つデコーダにより，特徴量
から欠陥のないメッシュを再構成する。

4.3.3 欠損補完モジュール
欠損を含む点群からそのまま特徴量を記述するだけでは，欠損を含む形状の特徴量
の分布になると考えられるため，全体の形状を持つ特徴量のスタイルに変換するため
のモジュールが必要になると考えられる．提案手法では，欠損を含む形状の特徴量を
入力とし，全体の形状を持つ特徴量の分布に近付ける事を目的として設計した欠損補
完モジュールを組み込む．欠損補完モジュールは特徴量の他にノイズを入力として与
え，欠損している箇所の分布を補い，全体の形状を持つ特徴量の分布に近付ける．
欠損補完モジュールが欠損を含む形状の特徴量を全体の形状を持つ特徴量の分布に
近付けるための学習方法として，敵対的学習の学習方法を用いる．欠損を含む点群を
入力とし，欠損補完モジュールが組み込まれたエンコーダによって記述された特徴量
と，欠損を含まない点群を入力とし，事前学習されたパラメータを持つエンコーダに
よって記述された特徴量をそれぞれ Discriminator に入力する．Discriminator と欠
損補完モジュールを学習することにより，欠損補完モジュールが欠損を含む点群の幾
何構造の傾向を持つ特徴量から，欠損を含まない幾何構造の傾向を持つ特徴量への変
換が可能になるように設計した．
欠損補完モジュールはエンコーダによって記述された特徴とノイズを入力として受
け取る．この 2 つを結合することにより 2048 次元のテンソルを作り、多層パーセプ
トロン（multi-layer perceptron; mlp）により 1024次元のベクトルを出力する．その
後，エンコーダによって記述された特徴量と mlpの出力を結合し 2*1025次元のテン
ソルを作成し，max pooling層により 1024次元の特徴ベクトルを出力する。
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4.3.4 学習方法
提案モデルは幾何構造の学習を行うための学習と，欠損補完モジュールが欠損を含
まない 3次元幾何構造の傾向を持つ特徴量への変換を行うための学習の 2つの学習を
行う．
幾何構造の学習では，入力である欠損を含む点群と出力されたメッシュの Chamfer

Distanceを計算し，損失とすることで出力されるメッシュが入力点群の形状に近付け
るように学習される．Chamfer Distanceでは，2つのそれぞれ点群に対し，各点に対
しもう片方の点群において最も近い点との距離を計算し，それらの総和によって得ら
れる．Chamfer Distanceは以下の式によって計算される．

LC =
∑

p∈Min

min
q∈Mout

∥p− q∥2 +
∑

q∈Mout

min
p∈Min

∥q − p∥2, (4.1)

Min は入力である欠損を含む点群であり，Mout は出力されたメッシュからサンプリ
ングされた点群である．式 4.1により，提案モデルは出力されるメッシュが入力点群
の形状に近付くように学習される．
欠損補完モジュールの学習では，欠損を含む点群を入力とし記述された特徴量 Fm

と欠損を含まない点群を入力として記述された特徴量 Fw を Discriminator である
D(·) にそれぞれ入力し，欠損を含まない全体の形状を持つ幾何構造の傾向を学習す
る．学習時，Discriminator と欠損補完モジュールのみを学習パラメータとし，エン
コーダのパラメータを固定する．そうすることにより，欠損補完モジュールが欠損を
含まない幾何構造の傾向を学習し，欠損を含む点群から記述された特徴量から欠損を
補った特徴量への変換が可能になると考えられる．欠損補完モジュールの学習では敵
対的学習が行われるため，損失関数は以下の通りとなる．

LG = E[t logD(x) + (1 − t)(log 1 −D(x))]. (4.2)

式 4.2において，Eはバイナリクロスエントロピであり，tは入力が x = Fw の時 t = 1

となり，が x = Fm の時 t = 0となる．よって，全体の損失は以下の式の通りとなる．

L = λCLC + λGLG. (4.3)

λC , λG は各重みを調整するハイパーパラメータである．
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4.4 実験
4.4.1 セットアップ
提案手法の評価において欠損ありの点群を作成するため，CAD データセットであ
る ShapeNet[98] を用いた．CAD モデルから点群をサンプリングし半径 1 m に正規
化を行う．その後ランダムな点を 1点選択し，その点から半径 30 cm以内に存在する
点を削除し欠損を作成した．また，欠損なしの点群を作成するため，CADデータセッ
トであるModelNet40[99]を用い，欠損ありの点群と同様にデータセットを作成した．
欠損あり点群，欠損なし点群の両方共に 1 つの点群あたり 2048 点としてサンプリン
グを行った．作成した点群のデータセットはクラスごとに分かれており，提案モデル
をクラスごとに学習を行う．

Pytorch を用いてモデルの実装を行い，150エポック学習を行った．最適化手法と
して Adamを用い，学習率を 1e− 5とし，ハイパーパラメータを λC = 1, λG = 0.1

と設定した．

4.4.2 点群の欠損補完とメッシュ生成
提案手法が正しく欠損を補完できることを確かめるため，作成したデータセットを
用いて学習を行い，メッシュの作成を行った．作成されたメッシュの例を図 4.2に示
す．図 4.2では，青の枠線に囲まれている箇所は入力である点群では欠損しているが，
出力されたメッシュでは正しく補完ができていることが確認できる．しかし，出力さ
れたメッシュの中には補完に失敗したメッシュが複数存在した．図 4.2の赤枠に囲ま
れている箇所は本来存在するはずの補完すべき箇所である．しかし入力点群の欠損箇
所を欠損したまま出力している．これは，欠損を補完するための形状全体の幾何構造
の傾向の学習より，形状を学習するための Chamfer Distance 損失が強く学習されて
いるためであると考えられる．そのため．メッシュが入力に強くフィッティングされ，
欠損を補完することができなくなっている．

4.4.3 Ablation Study

本節では提案モデルの欠損補完モジュールが敵対的学習により，形状全体の幾何構
造の傾向を学習していることを確認するため，Ablation Studyを行う．提案モデルを
学習した結果と敵対的学習を用いずに学習した結果，敵対的学習を用いずさらに欠損
補完モジュールを外して学習した結果を図 4.3に示す．図 4.3では，上 2行がすべて
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図 4.2: 欠損を持つ点群の欠損補完結果

欠損補完に成功しており，欠損補完モジュールを削除すると出力メッシュが少し劣化
し，最下段は提案手法のみが欠損補完に成功している．これらの違いは欠損する箇所
の大きさとメッシュの生成方法が関係していると考えられる．今回実験に用いたデー
タセットの欠損はすべて同じ大きさであるため，欠損する箇所の大きさによって，欠
損の比率が異なってくる．そのため，背もたれのような大きな箇所であれば欠損の比
率は小さくなる．
また，今回用いたメッシュの生成手法である Neural Mesh Flow[37] は球体のメッ
シュを小さくしていき，形状を形成する手法であるため，背もたれのような大きな箇
所の比率の小さい欠損は欠損補完モジュールや敵対的学習により全体の形状の幾何構
造の傾向を学習せずとも補完することができていると考えられる．しかし，椅子の足
のような小さな箇所では欠損の比率が大きくなる．図 4.3の最下段では椅子の足が全
て欠損している．この場合全体の形状の幾何構造の傾向の情報が無いと入力点群その
ものにフィッティングしてしまい，欠損したまま出力してしまっている．しかし，欠
損補完モジュールを敵対的学習によって，欠損の比率の大きい幾何構造の傾向を学習
することができ，欠損を補完することが可能になっていることが確認できた．
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図 4.3: 点群の欠損補完における Abletion Stuydy

4.4.4 欠損補完モジュールのノイズ入力に関する考察
本節では，メッシュ生成モデルにノイズを入力することの影響に関する考察につい
て述べる．提案モデルの欠損補完モジュールでは，形状をエンコードした特徴量とノ
イズを結合させ，mlpに入力することによって欠損を持つ特徴量から欠損を補完した
特徴量に変換している．初めに，ノイズを入力することが欠損箇所の推測に寄与して
いることを確認するための実験を行う．欠損補完モジュールにノイズを用いた場合と
すべて 1.0を入力した場合，欠損を持つ特徴量をそのまま mlpによって変換した場合
の出力結果を図 4.4に示す．図 4.4では，4.4.3節で議論したように，欠損の大きな箇
所の補完にはすべて成功しているが，欠損の小さな箇所を補完する場合においては，
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図 4.4: ノイズの入力の違いによる実験結果

図 4.4ではノイズを入力したモデルのみがすべての場合の欠損の補完に成功している．
また，ノイズを入力した場合にはなめらかなメッシュが生成されているが，その他の
場合では表面に凹凸が発生している．これは，ノイズを入力した場合では形状の特徴
量が大きく変化されないが，その他の場合では形状の特徴量が大きく変化し，意図し
ない形状として出力されているためであると考えられる．これらの事から，欠損を補
完する場合において，ノイズを用いることは欠損箇所の推測に強く寄与することがで
き，元の入力の形状を正しく表現することができる事を確認できた．
ノイズを入力することにより点群の欠損箇所の推測に寄与し，元の形状復元に寄与
していることが確認できたが，学習において他の影響があるかさらに深く考察を行う．
私はノイズが学習に与えている影響として，以下の 2つの可能性を考えた．

• ノイズの入力により，幾何構造の傾向の学習が早く進み早い段階で学習が
完了する

• 過学習を抑制することにより，生成されるメッシュが元点群の欠損箇所に
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合致するのを防いでいる

提案モデルでは，幾何構造の学習と欠損を含む幾何構造の傾向を持つ特徴量から欠
損を含まない幾何構造の傾向を持つ特徴量への変換の学習の 2つを学習している．こ
の 2つの学習において，メッシュを点群にフィッティングする学習よりも，多くの点
群の形状の傾向を学習し，幾何構造の傾向を持つ特徴量を変換する学習のほうが学習
に時間がかかると考えられる．そのため，ノイズを入力として与えることにより学習
が早く進み早い段階で学習が完了するという可能性を考えた．この可能性が正しいの
であれば，150エポックの学習が完了するまでにノイズを入力したモデルは他のモデ
ルよりも早く幾何構造の傾向を学習し，また提案モデル以外のモデルでもさらに学習
することにより，幾何構造の傾向の学習が進み，欠損を補完できると考えられる．そ
こで，これらのことを確かめるため，150エポックの学習が完了するまでの途中のパ
ラメータを用いて早い段階でのメッシュ生成を行う．また，提案モデル以外のモデル
も学習を長く行えば正しく欠損補完を行えるかを確かめるため，1000エポック学習す
るまでのメッシュ生成を行う．150エポック以前のパラメータを用いて生成したメッ
シュを図 4.5に，1000エポックまでのパラメータを用いて生成したメッシュを図 4.6

に示す．図 4.5では，ノイズを入力したモデルである Base，ノイズの代わりにすべて
1を入力した All 1，ノイズを入力せず特徴量を mlpによって変換，mlpの 3つのパ
ターンに対し，20エポック，60エポック，100エポック，120エポックのメッシュを
示している．図 4.5において，すべてのメッシュが補完に成功しており，また，学習
が進むにつれ入力点群の形状にメッシュが近付いていっている．
図 4.6では，図 4.5と同様にノイズを入力したモデルである Base，ノイズの代わり
にすべて 1を入力した All 1，ノイズを入力せず特徴量を mlpによって変換 mlpの 3

つのパターンに対し 150エポック，260エポック，500エポック，760エポック，1000

エポックのメッシュを示している．図 4.6において，全体的に学習が進むにつれて入
力形状に近付き，欠損を残したままメッシュが生成されている．これらの 2つの事か
ら，ノイズの入力により幾何構造の傾向の学習が早く進み早い段階で学習が完了する
という可能性は間違っていると考えられる．
次に過学習を抑制することにより，生成されるメッシュが元点群の欠損箇所に合致
するのを防いでいるという可能性を確かめるため，2つの実験を行う．1つ目は 1000

エポックの各モデルの学習曲線により，過学習が抑制されているかの確認を行う．2

つ目に学習曲線とは別の指標を定義し，実際に出力されるメッシュがどれだけスタイ
ルと幾何形状を学習できているのかの解析を行う．1つ目の実験として，図 4.7に各
モデルの 1000 エポックまでの学習曲線を示す．図 4.7 では，mlp モデルに比べノイ
ズを入力したモデル，ノイズの代わりに１を入力したモデルは過学習が抑えられてい
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図 4.5: 早い段階でのメッシュ生成

図 4.6: 追加の学習を行ったメッシュ生成

ることが確認できる．しかし，ノイズを入力したモデルとノイズの代わりに１を入力
したモデルとの間に大きな差が無いと考えられる．
次に，学習曲線とは別の指標を定義し，実際に出力されるメッシュがどれだけスタ
イルと幾何形状を学習できているのかの解析を行う．私は Style Error，Inpainting

Error，Base Errorの 3つの指標を定義した．Style Errorは出力されたメッシュがど
れだけ強く幾何構造の傾向の学習の影響を受けているかの損失である．Style Errorは
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以下の式によって定義される．

Es =
∑
p∈Mg

min
q∈Mnd

∥p− q∥2 +
∑

q∈Mnd

min
p∈Mg

∥q − p∥2, (4.4)

ここで Mg は生成されたメッシュからサンプリングされた点群であり，Mnd は欠損
を作成する前のメッシュからサンプリングされた欠損を持たない点群である．この指
標は，十分に形状のフィッテイングがされた後どれだけ生成メッシュが幾何構造の傾
向の学習の影響を受けているかを示す指標であり，幾何構造の傾向の学習の強さを
示す．また，この指標は生成されたMg とMnd の Chamfer Distance である．次に
Inpainting Error はどれだけ欠損を補完できているかを表す指標であり，以下の式に
よって定義される．

Ei =
∑

p∈Mld

min
q∈Mg

∥p− q∥2, (4.5)

ここでMldは欠損を持つ点群の欠損した箇所の点群である．Inpainting Errorは，こ
の指標が下がるほど欠損の補完に成功している．最後に Base Errorは以下の式によっ
て定義される，欠損を作成する前のメッシュからサンプリングされた欠損を持たない
点群と欠損を持つ点群の Chamfer Distanceであり，各指標の目安として定義した．

Eb =
∑
p∈Md

min
q∈Mnd

∥p− q∥2 +
∑

q∈Mnd

min
p∈Md

∥q − p∥2, (4.6)

ここでMd は欠損を持つ点群である．
これらの指標を基に学習時，評価時のそれぞれの指標を各エポックごとにプロット
した図を図 4.8に示す．すべての Style Errorが下がり続けているのに対し，ノイズを
入力したモデルとノイズの代わりに 1を入力したモデルにおいては Inpainting Error

が上がり続けている．これは学習が進むにつれ欠損の補完に失敗するようになり，ま
た幾何構造の傾向の学習は早い学習段階で止まり入力点群に近いメッシュ形状が出力
されていると考えられる．mlpの学習においては，Style Errorが他モデルと比べ大き
いが，Inpainting Error は抑えられている．また，すべてのグラフにおいて学習時と
評価時の大きな違いは見られなでい．このことから，ノイズもしくは 1をモデルを入
力することにより幾何構造の傾向の学習を早めることができるが，学習しすぎると形
状が過学習されることが確認された．
これら 2つの可能性に対して行った実験から，ノイズの入力に限らず，ノイズの代
わりに 1を入力すると幾何構造の傾向の学習が早く進み，さらに過学習を抑制するこ
とができることが確認できた．しかし，これら 2つのモデルは mlpモデルに比べ学習
が進むにつれ形状が過学習されやすく，欠損を補うことができなくなると考えられる
ため，早い段階で学習を止める必要があると考えられる．
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図 4.7: 各モデルの学習曲線

図 4.8: 各モデルの Error指標

ノイズに関する実験を総括すると，ノイズを入力することにより欠損の補完及びな
めらかなメッシュ生成が可能になり，ノイズもしくはノイズの代わりに 1を入力する
ことにより過学習を抑えることができ，また幾何構造の傾向の学習を早めることがで
きることが確認できた．
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図 4.9: 実物体点群出力メッシュ例

4.4.5 実物体点群の再構成
本節では，提案手法により本来の目的である実物体点群の補完が可能かを確かめる．

ShapeNet を用いて欠損を含まない点群を作成し，事前学習を行う．また本学習の際
の欠損ありのデータセットとして，実物体点群のデータセットである ScanObjectNN

dataset[100] を使用した．これらのデータセットを用いて学習し，出力されたメッ
シュ例を図 4.9に示す．補完に成功した箇所を青枠で，補完に失敗もしくはメッシュ
生成に失敗している箇所を赤枠で示す．実物体点群では欠損箇所が大きく，複雑な形
状をした椅子が含まれるため，多くのメッシュ再構成で失敗している．そのため実点
群の欠損を補完し CADのシミュレーションに応用できるようなメッシュを作成する
ためには，欠損が大きい場合や複雑な形状に対応できるような手法が必要になる．

4.5 終わりに
本論文では点群の欠損の補完を補い，3次元メッシュを出力する手法として，スタイ
ル変換の学習構造を利用した，全体形状の幾何構造の傾向を欠損補完を行うモジュー
ルに学習させることにより，欠損を持つ特徴量から全体の形状を持つ特徴量に変換し，
欠損を補完する手法を提案した．提案手法では，欠損を含まない点群を用い AEの事
前学習を行い，学習されたパラメータを本学習のデコーダに利用する．またエンコー
ダに欠損補完モジュールを組み込み，欠損を含まない点群の幾何構造の傾向を学習す
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ることにより，点群の欠損を補完し，メッシュを作成する．実験により，本モデルが
欠損を持つ点群から欠損を持たない 3次元メッシュを生成できることを確認した．ま
た，欠損補完モジュールが欠損を持たない点群の幾何構造の傾向を学習し，点群の欠
損補完に寄与することを Ablation Study により確認した．欠損補完モジュールにノ
イズを入力することに関する実験では欠損補完モジュールにノイズを入力することに
より滑らかなメッシュが生成され，点群の欠損補完を行いつつメッシュを生成するこ
とに貢献することを確認した．今後の課題として，より大きな欠損や複数の欠損を補
完することができるようなモデルを構築する必要がある．本論文では固定の大きさの
1つ欠損を人工的に作成したが，実物体をセンシングする際に発生する欠損はより大
きく，また複数の箇所が欠損していることがある．この問題を解決するため，より強
く幾何構造の傾向を学習可能なモデル構築を行う必要がある．
実用化に向けた課題として入力された点群のクラス分類を組み込んだ欠損補完など
が挙げられる．本研究では，クラスごとにモデルを学習し，欠損補完したメッシュを
出力している．MRにおいて用いる場合，観測される物体はクラス分けされておらず，
またクラスごとに点群が分割されていない．そのため，観測された点群を物体ごとに
分割する手法や，分割された点群のクラスを認識する手法が必要となる．また，実世
界にはあらかじめ学習されていないクラスの物体が存在する場合が考えられるため，
そのような物体に対する形状補完手法が必要となる．
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結論

本論文では，MRにおける実世界とコンピュータ上の世界のインタラクションを目
的とした，センサの計測エラーを考慮した 3次元モデル復元のため，特徴点間のずれ
を考慮した特徴量記述手法と，スタイル変換を利用した点群の欠損補完に取り組んだ．
この章では取り組んだ総括及び今後の展望を示す．

5.1 総括
1章では，MRは実世界とコンピュータ世界を融合してユーザに提示する方法であ
り，実世界とコンピュータ上の世界の相互インタラクションを可能にするための技術
の 1 つとして，実世界の 3 次元構造復元の技術が必要になるということを提示した．
2 章では，コンピュータビジョンにおける，3 次元構造復元について例示した．3 次
元構造を計測する手法として画像の陰影やテクスチャのパターンなどを認識する手法
が提案されており，その中で本論文では ToF 方式を用いたセンサによる 3 次元構造
復元を行ったという研究の立ち位置を示した 3 次元幾何構造を認識した後は Coarse

Matchingと Fine Matchingによる情報の統合をする必要があり，また計測できてい
ない箇所は補完する必要がある．これらの問題は，実世界の 3次元幾何構造を計測す
る際に発生する計測エラーを考慮した手法が必要になるという本研究の位置付けを示
した．3章では，初期位置が大きく異なる点群間の位置合わせにおける，特徴点の誤差
を持つペアの対応付けが可能になることを目指した特徴量記述に関する手法を示した．
4章では，欠損を持たない点群から幾何構造の傾向を学習することにより，欠損を持つ
点群の欠損を補完しつつ，メッシュを作成する手法を示した．
以上の事から，MRにおいて実世界とコンピュータ上の世界の相互インタラクショ
ンを可能にすることを目指すため，基礎技術である 3次元構造復元においてはセンサ
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の計測エラーを組み込んだ 3次元構造復元手法が重要であることを示した．これらの
技術が実用化されることにより，センサ特性を知らない一般の人々が手軽に実世界の
3次元構造復元が可能になることが期待され，またより広い場合において実世界とコ
ンピュータ上の世界の相互インタラクションが可能になることに貢献できる．

5.2 今後の展望
本論文では，MRを目的とした ToF方式を用いたカメラにより実世界を計測した点
群を用い，3次元構造復元においてセンサの計測エラーを考慮した点群の特徴量記述
とスタイル変換を利用した点群欠損補完手法を提案した．これらのMRのためのセン
サのノイズを考慮した実世界の 3次元構造復元における要素技術は，MRにおける部
分的なデジタルツインの構築で，実世界を再現するコンピュータ上の世界の構築ため
に必要となる技術である．実世界をセンサにより計測し，コンピュータ上の世界を構
築するというデジタルツインの要素を考えると，実世界をセンサにより計測した際に
発生するノイズは 3次元構造復元のみならず，様々な計測において取り扱わなければ
ならない問題である．また部分的なデジタルツインの要素技術は応用可能である．こ
れらの事から，本研究は特にMRにおける 3次元構造復元におけるノイズを考慮した
手法の研究を行っているが，考え方自体は部分的なデジタルツインの作成，特に実世
界を計測しコンピュータ上に実世界を再現した世界を構築する要素において広く必要
となる考え方であると考えている．そのため本研究の考え方は，様々な部分的デジタ
ルツイン作成において，より必要となる情報を持つコンピュータ上の世界の構築に貢
献できると考えている．
本研究では点群の特徴量記述と点群の欠損補完に取り組んだが，3次元構造復元を行
うためには多くの処理が必要となり，点群の特徴量記述と点群の欠損補完以外の処理
にもセンサの計測エラーを前提とした手法が必要となる．例えば，点群の特徴点検出
や特徴量のマッチングなどにも取り組む必要がある．また，特徴量記述において今回
考慮したセンサの計測エラーは，ToFカメラを使用した場合における，カメラの位置
や角度により発生する点群の粗密の違い，計測方式により発生する点群の分布の違い，
オクルージョン，計測する物体表面の反射特性により発生する欠損を対象としている．
実際の ToFカメラの計測エラーはこれらだけではなく，また様々な計測エラーモデル
を構築した論文が発表されている．そのため，より多く，より詳細な計測エラーモデ
ルを組み込んだ手法が必要である．
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review on 3d coarse registration methods. ACM Computing Surveys (CSUR),

Vol. 47, No. 3, pp. 1–36, 2015.

[26] Bastian Steder, Radu Bogdan Rusu, Kurt Konolige, and Wolfram Burgard.



57

Narf: 3d range image features for object recognition. In Workshop on Defin-

ing and Solving Realistic Perception Problems in Personal Robotics at the

IEEE/RSJ Int. Conf. on Intelligent Robots and Systems (IROS), Vol. 44,

p. 2. Citeseer, 2010.

[27] Radu Bogdan Rusu, Nico Blodow, and Michael Beetz. Fast point feature

histograms (fpfh) for 3d registration. In 2009 IEEE International Conference

on Robotics and Automation (ICRA), pp. 3212–3217. IEEE, 2009.

[28] Martin A Fischler and Robert C Bolles. Random sample consensus: a

paradigm for model fitting with applications to image analysis and auto-

mated cartography. Communications of the ACM, Vol. 24, No. 6, pp. 381–

395, 1981.

[29] Paul J Besl and Neil D McKay. A method for registration of 3-d shapes.

In Sensor fusion IV: control paradigms and data structures, Vol. 1611, pp.

586–606. International Society for Optics and Photonics, 1992.

[30] Gerald Farin. From conics to nurbs: A tutorial and survey. IEEE Computer

Graphics and applications, Vol. 12, No. 5, pp. 78–86, 1992.

[31] Gerald Farin. Curves and surfaces for computer-aided geometric design: a

practical guide. Elsevier, 2014.

[32] Eric J Stollnitz, Tony D DeRose, Anthony D DeRose, and David H Salesin.

Wavelets for computer graphics: theory and applications. Morgan Kaufmann,

1996.
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